
Techniques and Methods 技术与方法

生物化学与生物物理进展
Progress in Biochemistry and Biophysics
2022，49（3）：607~616

www.pibb.ac.cn

基于点云卷积神经网络的蛋白质柔性预测
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摘要 目的 蛋白质的柔性运动对生物体各种反应有着重要意义，基于蛋白质的空间结构预测其柔性运动是蛋白质结构-功

能关系领域的重要问题。卷积神经网络（convolutional neural network，CNN）在蛋白质结构-功能关系研究中已有成功应用。

方法 本研究借鉴计算机视觉研究中PointNet方法的思想，提出了一种蛋白质柔性预测的CNN模型。在该模型中，分别使

用池化操作和空间变换网络来处理蛋白质原子三维点云的排列不变性和整体旋转不变性，针对蛋白质分子大小不一的特点，

将大小不等的蛋白质小批量输入网络进行训练，并使用Pearson相关系数作为评价指标。此外为提升模型性能，在CNN模

型的基础上，通过最大池化和平均池化串联的方法提取体系的全局特征，增强蛋白质全局信息的提取能力。利用243个非

冗余蛋白质的B因子对所提出的模型进行训练和测试。结果 基于PointNet的CNN模型和改进模型对蛋白质B因子的预测

值与实验值的平均Pearson相关系数分别为 0.64、0.65，优于广泛应用的高斯网络模型（Gaussian network model，GNM）。

尤其，对于天然无序蛋白质柔性的预测，本方法明显优于GNM。结论 本研究为蛋白质的柔性预测提供了有效的模型。
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随着后基因组时代的到来以及解析获得的蛋白

质三维结构数据越来越多，蛋白质结构-功能关系

研究成为结构生物学研究领域的重要科学问题，受

到生命科学研究者的普遍关注。蛋白质是生物功能

的主要实现者，生物体的一切生命活动几乎都离不

开蛋白质的参与，蛋白质在基因表达调控、生物化

学反应的催化、物质运输、信号传导、免疫防御、

新陈代谢等生命过程中都发挥着关键性的作用。而

蛋白质的各种生物学功能取决于其不同的空间结构

以及特定的构象运动，蛋白质在不同的生理环境和

功能状态下会呈现不同的空间构象，蛋白质生物学

功能的实现有赖于其特定空间构象的转变［1］，因

此，蛋白质结构的动态性和柔性是蛋白质行使其生

物功能的关键因素，基于蛋白质的三维结构预测其

柔性运动特征，开发有效预测蛋白质柔性的数学模

型和工具，有助于蛋白质生物学功能分子机制的研

究，可以为药物设计和纳米分子器型的设计提供重

要信息，具有重要的理论意义和应用价值。

关于分析和预测蛋白质柔性的问题很早就受到

分子生物学家、计算生物学家等的高度关注。近几

年，基于机器学习预测蛋白质柔性分析方法取得了

良好的效果。2011年Hwang等［2］开发了一种基于

支持向量机的机器学习策略预测了蛋白质表面 loop

区的柔性，使用蛋白质单体结构中 loop 区残基的

Ramachandran 角、晶体学 B 因子和相对溶剂可及

表面积三个特征，来区分蛋白质表面的柔性 loop

区和刚性 loop 区，由表面 loop 区的运动情况解释

蛋白质-蛋白质结合时表面的构象变化。2017年李

海鸥［3］在蛋白质-配体对接骨架柔性以及全原子柔

性的优化方面进行了研究，构建了一个基于多种深

度学习模型的蛋白质二面角预测框架，精确地预测

了蛋白质二面角，为蛋白质对接中骨架柔性的处理

提供了一种非常有效的解决思路。同时，也提出了

一种蛋白质整体结构重构的方法，使用了深度学习

模型中的多层堆叠自动编码器模型，有效地避免了

基于模板的传统蛋白质结构预测方法中的采样算法

复杂、打分函数不准确的问题。2018 年 Bramer
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等［4］结合多种机器学习模型和多尺度加权彩色图

（MWCGs）方法，对蛋白质的B因子进行了预测。

该方法利用MWCGs来提取蛋白质结构的局部柔性

特征，进而与蛋白质结构分辨率、重原子个数、结

构解析的R实验值等蛋白质全局特征相结合，通过

决策树、随机森林和卷积神经网络对大、中、小三

组蛋白质数据集进行了训练和测试；结果表明，用

机器学习方法得到的B因子预测结果比用GNM等

传统方法得到的最小二乘拟合结果更准确。2020

年 Bemister-Buffington 等［5］ 通过基于图理论的

ProFlex方法获得蛋白质柔性分析，结合有效的机

器学习模型对18个非活性和9个活性状态的蛋白质

偶联受体（GPCRs）的跨膜螺旋和 loop区进行了分

析，有效识别了由配体触发的GPCRs中配体结合

位点的柔性转变。大量研究表明，机器学习方法是

蛋白质结构和柔性特征分析和预测的有效工具，在

蛋白质结构-功能关系研究中得到了广泛应用。

除了传统的机器学习方法，卷积神经网络

（convolutional neural network，CNN） 等深度学习

模型在蛋白质结构-功能关系中也逐步得到了应用。

CNN模型在二维和三维图像识别领域取得了巨大

成功和广泛应用，图像数据具有规则的数据结构形

式，比如规则的二维网格或三维体素。而蛋白质结

构数据是一种非规则的数据结构形式，为了构建适

用于蛋白质体系的CNN模型，现有的处理方法主

要有两类：一类是人为地划分空间网格，将蛋白质

结构数据转换为三维体素或图片集合的形式，进而

采用图像处理领域常用的CNN模型进行蛋白质体

系的研究。2017年 Jiménez等［6］从计算机视觉的角

度将蛋白质结构视为三维图像，将三维空间离散成

1Å × 1Å × 1Å大小的体素网格，根据蛋白质中原

子的体积，将所有原子映射到相应的网络上，同

时，考虑了原子的7种特质（疏水性、芳香性、氢

键受体或供体、带正或负电以及是否金属离子），

将这些特征作为格点不同的特征通道，利用三维卷

积模型，来预测蛋白质的活性位点。2020年Wang

等［7］开发了一种名为DOVE的基于三维卷积操作

的深度神经网络方法，以蛋白质-蛋白质相互作用

界面为中心，设置203 Å3或403 Å3大小的盒子，将

盒子进行网格划分，将蛋白质中的原子映射到不同

的网格内，并将原子相互作用类型及其能量贡献作

为神经网络的输入特征，利用三维卷积运算来预测

蛋白质-蛋白质对接模式。另一类被大家广泛采用

的方法是将蛋白质抽象为由大量的点和边所构成的

分子图，图中的节点表示体系中的原子，边表示原

子之间的化学键，进而通过设计特定的图卷积运算

操作对蛋白质体系特征进行提取分析。2017 年

Fout等［8］将蛋白质结构抽象为节点和边所构成的

图，评估了多个图卷积算子，通过对节点局部性质

的卷积运算，来有效识别蛋白质-蛋白质相互作用

界面，结果表明，这种方法预测的精度优于基于支

持向量机的方法。2020年Mahmoud等［9］将蛋白质

和配体抽象为由点和边所构成的图，对于蛋白质的

图模型，每一个节点代表一个残基的Cα原子，节

点的特征用残基的类型来表示，节点之间边的特征

用两个残基Cα原子之间的距离来表示，对于配体

的图模型，节点和边分别表示配体的重原子以及它

们之间的共价连接。进而，利用图神经网络来预测

蛋白质的Cα原子与配体重原子之间的距离。研究

表明，相对于传统的分子对接方法，该模型对于蛋

白质-配体结合模式预测的效率和准确性方面都有

显著提高。然而，上述两类方法均存在一定的局限

性和不足。在第一类方法中，需要将蛋白质体系内

的所有原子映射到各自最近的网络上，这种映射过

程会人为导致结构上的误差。同时，由于不同的蛋

白质大小不一，对于体积比较小的蛋白质，存在大

量的空网格，增加了很多不必要的计算。在第二类

方法中，将蛋白质抽象为图的过程中，会人为丢失

部分结构信息，比如原子之间的距离、相对位

置等。

Qi等［10］提出了一种基于点云的卷积神经网络

模型PointNet，在三维物体识别和分割研究中取得

了非常好的效果，本文借鉴PointNet模型的思想，

将蛋白质体系视为大量原子所构成的点云，通过对

点云的卷积运算来预测蛋白质结构的柔性。该方法

直接将蛋白质体系中所有原子的三维坐标作为输

入，不需要对蛋白质的空间结构进行人为预处理，

保留了蛋白质结构中所有原子的位置信息。在卷积

运算中，分别使用对称池化操作和空间变换网

络［11］来处理点云的排列不变性和空间旋转不变

性。与Qi等的模型不同的是，不同的蛋白质结构

所含有的原子数量不均一、数据尺寸不规则，为了

实现网络的小批量训练方法，提出了一种新的批量

化策略，使用大小不等的蛋白质小批量输入对网络

进行迭代训练，并采用Pearson相关系数作为模型

训练的评价指标。同时，在网络的池化层和空间变

换网络部分，采用了最大池化、平均池化串联的方

法，有效避免一些极端情况发生，提升了网络的稳
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定性［12］。相对于大的蛋白质体系，小蛋白质的柔

性更大，预测也更为困难，为此，本文选用小于

60个氨基酸的小蛋白质体系作为研究对象，在蛋

白质数据库 （protein data bank，PDB） 中收集了

243个非冗余蛋白质结构作为数据集，训练并测试

了所搭建网络对蛋白质温度因子（B因子）［13］的预

测效果，并与蛋白质柔性分析中广泛采用的高斯网

络模型［14］（Gaussian network model，GNM）的预

测效果进行了比较。

1 材料与方法

1.1 数据集来源

本文使用的蛋白质结构数据来自于 PDB数据

库（http://www.rcsb.org/），利用网站所提供的高级

检索工具，按照如下标准搜集蛋白质结构文件数

据，建立非冗余的小蛋白结构数据集：

a. 蛋白质的残基数目范围在0~60；

b. 蛋白质的结构通过X-射线晶体结构解析方

法获得，并且分辨率在0.0~1.5 Å之间；

c. 蛋白质结构中仅包含一条链；

d. 所有蛋白质的序列同源性小于30%。

从满足上述标准的蛋白质结构数据中排除温度

因子值全部相同和温度因子为0的蛋白质，最终剩

余243个PDB文件。在这243个蛋白质体系中任意

选取210个作为训练集，其余33个作为测试集。训

练集的210个蛋白质PDB代码列在了附件表S1中，

测试集的33个蛋白质PDB代码见表3。

1.2 模型的架构

本文借鉴了PointNet对三维点云进行局部结构

识别和分割的思想，搭建了蛋白质柔性预测的卷积

神经网络模型，对蛋白质的B因子进行回归预测，

具体网络结构如图1所示。

1.2.1 网络算法的具体步骤

a. 提取蛋白质氨基酸Cα原子的三维坐标作为

输入，矩阵大小为N × 3，N代表蛋白质中氨基酸

的数目，利用改进的空间变换网络T-net，预测出

3 × 3的转换矩阵，将输入数据与转换矩阵相乘，

获得蛋白质整体旋转后的坐标。

b. 根据疏水性［15］和带电荷［16］情况将氨基酸

分为4类，分别是非极性、极性不带电、极性带正

电以及极性带负电。与氨基酸的20个种类相串联，

形成一个 24 维的特征向量，对提取的特征使用

one-hot编码将其映射到欧式空间，使模型能够更

好地识别特征。将第一步变换后的坐标数据与 24

维特征进行串联，得到大小为N × 27的数据。

c. 对第2步得到的数据通过三层卷积操作使其

Fig. 1 Network structure
The “T-net” represents a spatial transformation network, the “Conv” represents the convolutional layer, the “mlp” stands for multi-layer perceptron

(mlp), and the number in parentheses is the layer size.
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映射到高维空间，图中卷积层用Conv来表示。第

一层卷积（Conv1）的卷积核大小为 1 × 27，其余

卷积核大小为1 × 1，步长均为1，三层卷积核数目

分别为64、128、128。

d. 对第3步得到的数据再次通过T-net网络进行

旋转。

e. 将第4步旋转后的数据通过两层卷积操作映

射到更高维的空间，卷积核均为 1 × 1，步长为 1，

卷积核数目分别为256、512，最后得到512维的高

维特征。

f. 对第 5 步得到的高维特征进行对称池化操

作，将15个蛋白质分开进行最大池化得到512维的

全局特征向量。

g. 在网络中添加跳跃连接［17］来建立层与层之

间的关系，收集不同层中的局部特征，将第6步得

到的全局特征复制 N次，得到一个 N × 512的矩

阵，将其与第3步和第5步得到的局部特征相串联，

最终得到一个N × 1600的特征矩阵。

h. 利 用 一 个 多 层 感 知 机［18］

mlp (256，256，128)进行特征降维，其中三层卷积

的卷积核大小均为 1 × 1，步长均为 1，并运用

dropout （本文设为 0.8）来防止网络过拟合，最终

得到网络预测的B因子值。

1.2.2 批量化策略

深度学习网络的优化常常采用小批量化策略，

需要小批量的大小 batch_size参数所控制，代表每

一次迭代所需的样本数，合适的 batch_size大小能

够提高网络计算效率，减少训练一次全样本集所需

的迭代次数，并且训练速度也可大大提高，同时

batch_size可以确定梯度的下降方向，使模型的收

敛更加稳定。

本网络使用的数据集是蛋白质结构，而蛋白质

分子大小不一，会导致不同批次的小批量数据大小

不规则，为了解决这一问题，本文提出了一种新的

批量化策略，实现了输入蛋白质大小不等情形下的

小批量迭代训练。本文设置的 batch_size 大小为

15，即同一批次放入 15个蛋白质数据。在网络的

卷积运算过程中，当运行转换矩阵操作、使用对称

池化操作来提取全局特征以及计算损失函数的时候

是需要对同一批次的不同蛋白质体系进行区分。基

于该网络结构，为了能够使 15个训练样本中的所

有残基点一起进行训练，本研究将 15个样本进行

串连，得到一个 M × 3的矩阵，M = N1 + N2 +
N3 + ⋯ + N15，其中N1，N2⋯N15分别为15个样本中

每个样本的残基个数，M为 15个样本残基个数的

总和，将这个矩阵作为一次迭代的输入，用于网络

第 3步与第 5步的卷积操作中，以提取每个残基的

局部特征。

在应用变换矩阵、进行对称池化操作以及计算

损失函数的时候，需将 15个蛋白质分开训练，因

此本文使用 tensorflow框架下的数组拆分函数——

tf.dynamic_partition 函数，将 15 个样本进行分离。

首先对M × 3矩阵中的每一个残基都生成一个标

签，这个标签代表这个残基所属哪一个蛋白质样

本，最终得到一个M维的向量，形式如下：

é

ë
ê
ê     0,0,0,⋯,0,0,

N1
     1,1,1,⋯,1,1,

N2
     2,2,2,⋯,2,2,

N3

………         14,14,14,⋯,14,14,
N15

ù

û
ú
ú

接着使用数组拆分函数，操作效果如图 2

所示。

图中第一行表示每个元素的标签，第二行表示

不同样本的点，第一行相同的数字表示它们属于同

一个样本（图 2），tf.dynamic_partition函数可以通

过标签将每一个样本都提取出来，即把 15个蛋白

质分开，方便应用变换矩阵、进行对称池化操作以

及计算损失函数，最终整体实现小批量化。

1.2.3 模型的改进

为保持点云的置换不变形，在本文所建立的基

于 PointNet 的 CNN 模型中，采用了最大池化操作

来提取蛋白质体系的整体特征，最大池化操作与残

基的排列次序无关，具有点云的置换不变性。除了

最大池化外，平均池化也具有点云的置换不变性，

为此，为了进一步提高网络的预测性能，在改进的

模型中，同时考虑最大池化和平均池化，通过添加

平均池化与最大池化串联的操作方法，将最大池化

和平均池化提取的两种全局特征进行串联，得到包

含更多蛋白质数据信息的全局特征向量，既保证了Fig. 2 TF.Dynamic_Partition function renderings
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对蛋白质数据或特征排列的不变性，又增加了全局

特征的信息量，使得模型更加稳定，具体结构如图

3所示。

1.2.4 评价指标

本文使用Pearson 相关系数作为评价指标，其

计算表达式如下：

ρ = Σ
i = 1
N (xi - -x ) (yi - -y )

[ Σ
i = 1
N (xi - -x )2 Σ

i = 1
N (yi - -y )2]1 2

其中N代表蛋白质中氨基酸的个数，xi表示由本文

网络预测出的 B 因子值， i = 1，2，⋯。 yi， i =
1，2，⋯，i表示蛋白质PDB文件中的实验B 因子

值，
-x、-y分别代表xi、yi 的算术平均值。

1.2.5 损失函数

损失函数是深度学习中一个至关重要的结构，

网络优化的过程，就是最小化损失函数的过程。

Pearson相关系数的输出范围为［−1，+1］，相关系

数越大，则相关性越强，0代表无相关性。因此，

将 1−ρ作为损失函数，ρ为 Pearson 相关系数表达

式，损失函数表达式为：

J = 1 - ρ = 1 - Σ
i = 1
N (xi - -x ) (yi - -y )

[ Σ
i = 1
N (xi - -x )2 Σ

i = 1
N (yi - -y )2]1 2

其中，N为向量中元素个数，xi与 yi分别表示理论

和实验B因子值，i = 1，2，⋯，
-x、-y分别代表 xi、

yi的算术平均值。

2 结果与讨论

2.1 模型参数的设置与优化

在深度学习中，调整超参数是优化网络的常用

方法，通过观察本文网络的评价指标即Pearson相

关系数，可以判断当前网络处于什么样的状态，及

时调整超参数可以科学有效的训练模型，节约大部

分时间。针对蛋白质数据大小不等的特殊性，本文

设计了新的小批量（mini-batch）优化策略，设置

每一批的 batch-size为 15，网络的优化过程采用动

量（momentum）优化算法，训练轮数（epoch）为

20，为防止过拟合，在最后利用多层感知机进行降

维时设置丢弃率（dropout）为 0.8。本文对学习率

（learning rate） 和动量两个超参数进行了调整优

化，使得网络预测值与实验值的Pearson相关系数

达到最优，表1和表2显示了预测精度随超参数的

变化情况。

表1固定动量不变，调整学习率的大小，学习

率是指在优化算法中更新网络权重的幅度大小，学

习率过大可能会使模型不收敛，出现 nan 的情况

（nan 表示一些特殊数值，用于处理计算中出现的

错误情况）；学习率过小则导致模型收敛速度偏

慢，训练时间较长。通常学习率有4个常用值，即

0.000 1、0.001、0.01、0.1［19］，本文在这 4 个常用

值附近进行调整优化获得最优的学习率参数值。由

表 1 可以看出当以 0.000 1 作为初始值，优化到取

0.000 3时，Pearson相关系数不再变化，则开始下

一个取值点 0.001作为初始值进行优化。按照此规

律调整至 0.03和 0.1时，相关系数出现了 nan的情

况，这表明学习率太大导致模型不收敛。

表 1数据显示当学习率为 0.002时，相关系数

达到最大，因此本文固定学习率为 0.002再进行动

量的调整，结果如表 2所示。通常会尝试在 0.9到

0.99范围内设定动量值［19］，并从中选择一个表现

最佳值。由表 2 可以看出当学习率取 0.002、动量

取0.97时，Pearson相关系数值达到最高。

Table 1 Optimization of the super-parameter learning
rate

Momentum

0.99

0.99

0.99

0.99

0.99

0.99

0.99

0.99

0.99

0.99

Learning rate

0.000 1

0.000 2

0.000 3

0.001

0.002

0.003

0.01

0.02

0.03

0.1

Pearson correlation

coefficient

0.61

0.60

0.60

0.61

0.63

0.61

0.62

0.60

nan

nan

The values highlighted in bold represent the optimum parameter

values with the best Pearson correlation coefficient.

Fig. 3 Improved symmetric pooling operation
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2.2 与GNM方法的比较

GNM［20］是分析蛋白质结构固有柔性的有效方

法，在蛋白质动力学性质分析以及蛋白质结构-功

能关系研究中得到了广泛应用。在 GNM 方法中，

蛋白质的三维结构被简化为一个由大量节点和弹簧

所构成的弹性网络，用蛋白质中氨基酸的Cα原子

来代替每个氨基酸并以此为网络节点，当两个Cα
原子之间距离小于截断半径时（本文取7.3 Å），节

点之间用弹簧连接，模型中所有弹簧的弹性系数均

相同。通过简正模式分析可以获得蛋白质体系的固

有运动模式。大量的研究表明，目前GNM方法已

经成为蛋白质B因子计算的主要理论方法之一，且

预测结果较好，因此将本文方法的预测结果与

GNM计算方法的结果进行对比，验证该网络模型

的有效性。在 243个数据集中随机选取 210个文件

作为训练集，剩余 33个最为测试集。利用训练集

对本文所搭建的网络模型以及改进的网络模型进行

了训练，并利用训练好的模型对测试集中 33个蛋

白质的B因子进行预测。大量的研究表明，蛋白质

的柔性运动主要由其天然拓扑结构所决定［21］。同

时，为了将本文模型的预测结果与GNM方法的计

算结果进行比较，类似于GNM的做法，在本文模

型中，对蛋白质体系进行了粗粒化处理，每一个氨

基酸仅保留其Cα原子，其他原子均忽略。本文所

构建的网络模型以及改进的网络模型的预测结果见

表3和表4。作为对比，利用GNM方法对测试集中

的 33 个蛋白质体系的 B 因子进行了计算。利用

GNM方法进行计算时发现1ob4的第二个本征值为

0，故排除。最终使用测试集中其余的32个蛋白质

体 系 对 三 种 模 型 的 预 测 精 度 进 行 了 对 比

（表3、4）。

表 3 为 32 个测试集中每个蛋白质 B 因子的

Pearson 相关系数，可以看出部分蛋白质基于

PointNet模型和改进模型的预测结果要优于GNM，

部分蛋白质比GNM差。经过对比测试集中各个蛋

白质的结构发现，对于结构较为松散或N端和C端

loop区较长的蛋白质来说，本文模型预测结果优于

Table 2 Optimization of the super-parameter momentum

Learning rate

0.002

0.002

0.002

0.002

0.002

Momentum

0.99

0.97

0.95

0.93

0.90

Pearson correlation

coefficient

0.63

0.65

0.62

0.63

0.61

The values highlighted in bold represent the optimum parameter

values with the best Pearsoncorrelation coefficient.

Table 3 Pearson correlation coefficient of the B-factors for each protein in the test dataset predicted by our models com⁃
pared with those predicted by GNM

PDB

1oks

1s9z

1vjw

1wy3

2dpq

2erw

2onw

2onx

3dg1

3im3

3nvg

3o3y

3tbo

3v1a

3zy1

4cvd

GNM

0.61

0.90

0.55

0.53

0.33

0.19

0.59

0.99

0.91

0.77

0.60

0.43

0.66

0.75

0.83

0.28

Our PointNet-based model

0.91

0.92

0.69

0.47

0.41

0.25

0.92

0.96

0.85

0.37

0.38

0.79

0.67

0.29

0.73

0.55

Our improved model

0.86

0.93

0.70

0.54

0.45

0.29

0.91

0.89

0.92

0.40

0.54

0.76

0.60

0.34

0.66

0.49

PDB

4hgu

4mgp

4nin

4nip

4r0r

4rbx

4rik

4rp7

4wp4

5awl

5oll

5vsg

6c3s

6che

6dkz

6gqc

GNM

0.69

0.86

0.91

0.77

0.60

0.42

0.82

0.55

0.64

0.71

0.43

-0.57

0.94

0.64

-0.25

0.91

Our PointNet-based model

0.80

0.87

0.93

0.78

0.68

0.62

0.78

0.69

0.50

0.66

0.61

0.43

0.83

0.74

-0.06

0.37

Our improved model

0.85

0.87

0.94

0.75

0.62

0.57

0.79

0.56

0.47

0.69

0.59

0.79

0.85

0.68

0.20

0.35
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GNM，对于结构较为紧凑的部分蛋白质，本文模

型略差于 GNM。据统计，基于 PointNet 模型和改

进模型 B因子预测结果高于GNM模型的蛋白质数

量占比均为 62.5%，改进模型预测结果高于基于

PointNet 模型的蛋白质数量占比为 53%。考虑到

GNM模型需要基于简正模分析理论，进行较复杂

的物理计算，理论复杂，计算量大。而本文方法利

用卷积神经网络直接提取蛋白质结构所固有的柔性

特征，不需要复杂的理论分析，训练完成的网络模

型可以方便的用于其他蛋白质体系的预测，计算简

单快速，适用性好，并且预测效果略好于 GNM

方法。

表 4 为 32 个测试集中 B 因子预测的平均

Pearson相关系数，由表4可以看出相较于GNM网

络，基于 PointNet 模型的平均 Pearson 相关系数提

高了6.7%，改进后的模型平均Pearson相关系数提

高了 8.3%。由此可见，本文网络在预测蛋白质柔

性方面效果较好。

2.3 大蜡螟丝蛋白酶抑制2 B因子的预测结果

为进一步说明本文网络的准确性，利用本文所

提出的基于PointNet的卷积神经网络模型以及改进

的模型对大蜡螟丝蛋白酶抑制 2 （PDB代码 4hgu）

的B因子进行预测，并与GNM方法的计算结果进

行比较。大蜡螟丝蛋白酶抑制2的三维结构见图4。

该蛋白质整体是较为致密的球形结构，它由一个三

股β片、一个α螺旋以及N端较长的 loop结构所构

成。本文所提出的基于PointNet的卷积神经网络模

型以及改进的模型预测得到的B因子与实验B因子

的Pearson相关系数分别为 0.80、0.85，而GNM方

法计算得到的B因子与实验B因子的Pearson相关

系数为0.69（图5）。

图5a为GNM模型预测得到的B因子与实验值

的拟合曲线，可看出GNM模型对于大蜡螟丝蛋白

酶抑制 2的N端和C端区域的柔性预测效果较差；

图 5b为基于PointNet的CNN模型预测结果，图 5c

Table 4 Mean Pearson correlation coefficient between the predicted and experimental B-factors for our proposed models
compared with the results of GNM

Model

Mean Pearson correlation coefficient

GNM

0.60

Our PointNet-based model

0.64

Our improved model

0.65

Fig. 4 The tertiary structure of Galleria mellonella silk
protease inhibitor 2

Fig. 5 The B-factors of Galleria mellonella silk protease inhibitor 2 predicted by our PointNet-based model, the improved
model and the GNM, respectively, compared with the experimental data
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为改进模型的预测结果，可以看出基于PointNet的

CNN模型和改进模型的预测结果相差不大，二者

略好于GNM网络模型。

2.4 无序蛋白质预测结果

GNM模型对于结构紧密的蛋白质体系柔性预

测效果较好，而对于结构松散的蛋白质体系，预测

效果较差［22］。本文所构建的CNN模型对于结构紧

密和松散的蛋白质体系均有较好的预测效果，尤其

对于结构松散的蛋白质体系，本文模型的预测效果

优于GNM模型。为了进一步验证这一点，本文利

用所构建的模型对结构松散的天然无序蛋白质的B

因子进行预测，并与GNM模型进行对比。从PDB

数据库下载 DisBind 网站［23］中无序蛋白质的 PDB

文件，去掉冗余蛋白以及在整个蛋白质中无序区域

占比小于1%的蛋白质后，最终得到74个无序蛋白

质，提取 74个蛋白质的无序区域作为数据集，按

照本文方法随机选取 60个蛋白质作为训练集，14

个作为测试集。训练集的 60个蛋白质列在了附件

表 S2 中，测试集的 14 个蛋白质 PDB 代码分别为

1jsu、1jwl、1l3l、1uad、2c1t、2f6a、3cxd、3hqr、

3kz8、 3m91、 3pow、 4jeh、 4nm0、 5hf7。 利 用

GNM模型对测试集的14个蛋白质进行B因子计算

时，发现 8 个蛋白质体系由于结构过于松散，

GNM计算得到的零本征值多于 1个，无法计算获

得B因子结果。对于剩余的6个蛋白质体系，GNM

模型和本文模型的预测结果列在了表5中。这里设

置学习率为0.000 1、动量为0.97。

表5为6个天然无序蛋白质B因子的Pearson相

关系数以及平均Pearson相关系数，可以看出相较

于GNM模型，基于PointNet模型的平均Pearson相

关系数提高了 87.9%，改进后的模型平均 Pearson

相关系数提高了93.9%，由此可见，本文方法对结

构较为松散的无序蛋白质预测效果明显优于GNM。

3 结 论

本文提出了一种基于PointNet网络的蛋白质柔

性预测模型，此模型不需要对不规则的点云数据做

任何处理，每个点仅由其三维坐标 (x，y，z )表示，

并作为输入数据直接传入网络，经过模型处理后即

可输出蛋白质的B因子值，并计算出预测结果与实

验结果的Pearson相关系数。针对点云的排列不变

性和空间旋转不变性，网络采用了对称池化操作和

空间转换网络进行了有效处理，进而，改进的模型

又在对称池化操作部分做了优化，有效控制了一些

极端情况，使得预测结果更加准确。本文网络的基

本架构非常简单，在保证一定准确率的基础上，减

少了参数和计算量，有着较高的效率，提升了模型

的稳定性。研究结果表明，在只考虑Cα原子的情

况下，本文基于PointNet网络的模型和改进的模型

得到的Pearson相关系数略好于广泛应用的GNM模

型。尤其对于结构比较松散的天然无序蛋白质体

系，本文方法预测结果明显优于GNM模型。

附件 PIBB20200383_表 S1-S2.pdf 见本文网络版

（http://www.pibb.ac.cn或http://www.cnki.net）。
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Protein Flexibility Prediction Based on Point Cloud Convolutional Neural
Network

ZHANG Xiao-Hui, GU Hao-Sheng, WANG Zhi-Ren*

(School of Science, Yanshan University, Qinhuangdao 066004, China)

Abstract Objective Protein flexibility plays important roles in various biochemical processes in the living

organisms, such as enzyme catalysis, signal transduction, substance transport and storage, etc. Prediction of the

intrinsic flexible motions based on the tertiary structure of proteins is helpful for our better understanding of the

mechanism of protein functions, which is an important scientific problem in the research field of protein structure-

function relationship. Convolutional neural network (CNN), one of the mainstream algorithms in deep learning,

has been successfully applied in the study of protein structure-function relationship. Methods In the present

work, based on the idea of PointNet method developed in the computer vision research, a CNN model was

proposed to predict the protein flexibility. In this model, protein structures were treated as three-dimensional point

clouds, where the atomic coordinates of proteins were directly inputted into the model, and the permutation

invariance and global rotation invariance of the point cloud were delt with by using the pooling operations and a

spatial transformation network, respectively. In addition, considering the varied sizes of different proteins, a new

mini-batch optimization strategy was proposed, where the model was trained by using the mini-batches of protein

structures with different sizes as input. The Pearson correlation coefficient was used as the evaluation function for

the training of the model. Besides that, in order to further enhance the performance of the network, an improved

model was constructed based on the PointNet-based CNN model, in which the max-pooling and the average-

pooling were concatenated to better extract the global features of protein structures. Then the PointNet-based

CNN model and the improved model were trained and tested by using the temperature factors (B-factors) of 243

non-redundant proteins. Results The results show that the average Pearson correlation coefficient between the

predicted and the experimental temperature factors predicted by the PointNet-based model and the improved

model were 0.64 and 0.65, respectively. The prediction accuracy of our models is better than that of the Gaussian

network model that has been widely used in investigating protein flexibility. Especially, for the 74 relatively loose

natural disordered proteins from the Disbind website, the average Pearson correlation coefficient predicted by our

models were 0.62 and 0.64, respectively, which were significantly better than GNM. Conclusion Our studies

provide an effective model for the effective prediction of the intrinsic flexibility encoded in protein structures.

Key words protein flexibility, PointNet, point cloud, pooling operations, spatial transformation network, mini-

batch, B-factor
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