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摘要 阴道微生态病理图像是诊断细菌性阴道病的重要依据，但对其人工分析需要花费大量时间精力，导致诊断效率不高，

因此需要寻求针对病理图像的自动诊断新方法 . 本文提出一种阴道微生态病理图像自动诊断模型ResLab，该模型以阴道微

生态病理图像作为训练数据集，利用深度学习技术对病理图像进行端到端分析，预测Nugent评分，辅助医生进行分级诊

断 . 为提升模型预测的精确率，本文综合采用多种方法对模型加以改进，包括增加网络层数以提取更深特征，采用两个小卷

积核叠加以增大感受野，减少ReLU激活层以降低复杂性，用最大池化层替换平均池化层以提取最显著特征 .实验证明，各

优化方案均能明显提升模型性能，ResLab模型预测精确率达到82.19%，超过VGG、GoogLeNet、ResNet等网络模型 . 结果

表明，ResLab模型能为医生提供较准确的参考结果，从而提高诊断效率，减少诊断误差 .
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女性阴道是其身体微生态系统组成之一，系统

微生物菌群种类繁多，相互共生和拮抗，易受体内

外各种因素影响，且该系统结构复杂 . 阴道微生态

平衡失调时，症状多表现为阴道内菌群和 pH值异

常，皆呈趋势性的变化，可导致对有害微生物的抵

抗力降低，继发感染［1］ . Nugent评分是该系统检测

指标之一，医生根据妇科检查病理图像计算阴道内

菌群密集度，给出Nugent评分，从而诊断是否患

有细菌性阴道病 . Nugent分值越高，代表细菌感染

可能性越大 . 0～3分诊断为正常，无需治疗；4～6

分诊断为中间型感染，医生结合临床判断是否治

疗；7～10分诊断为感染，治疗以甲硝唑类或克林

霉素类抗生素为主 .

临床上，医生能够根据 Nugent 评分为患者提

供正确的诊断并制定针对性的治疗方案 . 然而，仅

依赖医学专家快速统计并分析病理图像难度极大 .

一方面，分析病理图像需要医生长时间高度集中精

力，检测的准确率取决于专家的知识储备和主观判

断，难免产生不确定性与误差；另一方面，人工检

测的速度慢、耗时长、效率低，与临床诊断的高吞

吐量需求不一致 . 基于深度学习的病理图像自动分

析技术能够有效克服上述困难 . 该技术通过快速、

持续地自动分析病理图像，能够有效提升医生读片

诊断的能力和效率 .

此外，目前国内外都存在明显的高水平医学专

家地域性分配不均衡的问题，而分析病理图像对医

生的专业知识和临床经验要求较高，偏远医院对病

理图像精确分析的条件欠缺 . 因此，借助计算机技

术辅助偏远地区医生进行病理图像的分析，可以缓

解医疗资源地域性分配不均衡的问题 .而基于深度

学习的计算机技术正是计算机辅助诊断的有效

途径 .

目前，深度学习技术主要用于肿瘤和癌症的病

理诊断，在阴道微生态领域还处于空白阶段 . 因

此，本文提出一种面向阴道微生态病理图像分类的

Nugent 评分预测模型 ResLab，并采用增加网络层
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数、增大感受野、减少ReLU激活层、用最大池化

层替换平均池化层等优化方法提高模型精度 .

ResLab 以 ResNet 和 DeepLab 网络为基础架构，以

端到端的方式对妇科检查病理图像进行自动分析，

预测得到Nugent评分，根据评分结果对细菌性阴

道病进行分类，辅助医生诊断阴道微生态疾病 .

1 计算机辅助诊断与卷积神经网络

1.1 计算机辅助诊断

1959年，Ledley等［2］首次将数学模型运用到

肺癌诊断中，并首次提出了计算机辅助诊断

（computer-aided diagnosis，CAD）的概念 . 计算机

辅助诊断技术利用计算机技术对医学影像进行临床

分析，辅助医生检测、识别、分割、解析医学影

像，进而提高诊断的准确率 . CAD系统通常由数据

预处理、数据特征提取、数据后处理三个环节组

成 . 经过数十年发展，计算机辅助诊断技术伴随着

计算机技术的高速发展，已经成功应用于临床实

践［3-6］，CAD 系统在提高医生诊断效率、减少误

诊、提高准确率等方面起到了极大的促进作用 .

传统CAD系统基于数学模型对图像特征进行

分类处理，常用的数学模型有回归模型和灰色系统

预测模型 . 回归模型是分析疾病与致病因子之间的

联系，建立回归模型预测疾病在医学中应用广泛，

能够综合考虑多种因素共同作用，但该方法具有误

差较大、外推性差、数据量需求大的特点，并且对

样本分布要求较高 . 1982 年，邓聚龙［7］提出灰色

系统理论，通过对原始数据的处理和灰色模型的建

立，发现疾病的发展规律 . 灰色系统预测模型对于

数据量少的图像具有较高的预测精度，但在随机性

和波动性较大的数据上表现较差 .

近十年来，随着人工神经网络取得重大突破，

基于神经网络的CAD系统逐渐替代了传统CAD系

统 . 人工神经网络模仿动物神经网络行为特征，具

有自学能力和记忆能力 . 在分类方面，人工神经网

络方法比传统的方法具有更优越的性能 . 在胸部疾

病上，Rajpurkar 等［8］ 基于 DenseNet 提出改进的

121 层 CheXnet，对胸部 X 光片上的 14 种疾病分

类，精确率达到了放射科专家的水平 . 在腹部疾病

上，Xu等［9］提出一个利用多模态信息诊断子宫颈

发育不良的深度学习框架，在大数据集上取得了

87.83%的灵敏度和 90%的特异性 . 在眼部疾病上，

Pratt等［10］提出了一个10层卷积层和3层全连接层

的卷积神经网络，在大约 90 000 张眼底图像上训

练，预测糖尿病视网膜病变（DR）严重程度，准

确率为75%.

1.2 卷积神经网络

卷积神经网络是一种前馈人工神经网络，将特

征提取和分类两个步骤合二为一，能够有效识别图

像模式 . 卷积神经网络包含以下组件：卷积层、池

化层、全连接层、激活函数、损失函数、优化算

法［11］ . 卷积层对输入进行卷积，能够充分利用输

入的空间或时间信息 . 池化层能减少神经网络中的

参数个数，减少过拟合 . 全连接层每一个结点都与

上一层所有结点相连，用以对提取到的特征进行综

合 . 激活函数通过增加非线性来增强网络性能，常

见 的 有 sigmoid、 softmax、 整 流 线 性 单 元

（rectified linear units，ReLU） . 损失函数用于评估

神经网络的性能，是目标函数的一部分 . 优化算法

决定神经网络中参数的优化方向，常用随机梯度下

降 （stochastic gradient descent，SGD）、Adagrad、

Adam等优化算法［12-13］ .

2012年，Krizhevsky等［14］用深度学习算法实

现图像特征自动提取，提出AlexNet网络，此后深

度学习方法成为图像分类的首选方法 . Simonyan和

Zisserman［15］利用堆叠小的卷积核增大感受野同时

增加网络深度，提出了 VGG 网络 . Szegedy 等［16］

通过设计网络的拓扑结构，在保持网络复杂度不变

的前提下，提高网络的深度和宽度，提出了

GoogLeNet. 但随着网络越来越深，网络的训练也

越来越困难，准确率逐渐达到饱和甚至下降 . 2015

年，He 等［17］将残差网络 ResNet 引入深度学习领

域，解决了网络退化问题，网络深度从 22层提高

到 152 层 . DeepLab 使用空洞卷积增大感受野，使

用多孔空间金字塔池化 （astrous spatial pyramid

pooling，ASPP）提取多尺度信息［18］ .

本文将ResNet的残差网络和DeepLab的ASPP

模块相结合，用于阴道微生态病理图像的分析诊

断，在提升网络深度的同时充分利用多尺度信息，

增强模型对病理图像中细菌特征的抽象能力 .

2 基于深度学习的阴道微生态病理图像自

动诊断模型ResLab设计与实现

本文针对阴道微生态病理图像特点，以

ResNet、DeepLab 为基础模型，吸收 AlexNet 和

VGG的设计思想，提出ResLab模型预测Nugent评
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分，并从增加网络层数、增大感受野等方面对网络

结构进行优化 . 在由三甲医院提供的 3 374份病理

报告组成的数据集上进行测试表明，与 VGG、

GoogLeNet、ResNet等 ILSVRC比赛（国际顶尖机

器视觉图像识别竞赛）中表现突出的网络模型相

比，ResLab模型具有更高的预测精确率 .

2.1 ResLab模型基础架构

ResLab模型架构以ResNet、DeepLab为基础，

一方面，保留残差模块以减少语义信息在池化过程

中的损失，有效避免网络退化，解决深度网络难以

训练的问题，另一方面，将 ResNet 替换 DeepLab

中的特征提取器VGG16，同时将全连接层替换为

卷积层，并保留多孔空间金字塔池化模块，从而提

取病理图像中的多尺度信息 . 本文将ResLab基础架

构命名为ResLab-0，其网络结构可以分为三个部

分（图1） .表1给出了具体的网络参数 .

从输入图像到 pool2 层为第一部分 （Part 1），

共分三层 . 第一层是卷积层，由64个尺寸为7×7的

卷积核构成，对边缘填充 . 该层输入图像大小为

224×224×3 像素，输出为 64 个 112×112 的特征图 .

为了保证图像位移鲁棒性并保留特征的相对位置，

将步长设为2×2，中间有重叠部分，因此特征将出

现在局部感受野（receptive field）中的各个位置 .

第二层是批量标准化与激活函数层，采用ReLU激

活函数，避免梯度消失或者梯度爆炸，同时提高网

络的泛化能力 . 第三层是最大池化层，输出为64个

56×56 的特征图 . 该层采用尺寸为 3×3 的过滤器，

设置步长为2×2，对边缘填充，弱化图像特征精确

位置信息，减少网络模型参数 .

pool2 层与 pool6 层之间为第二部分（Part 2），

该部分堆叠两个通道数分别为 128 和 256 的子结

构，子结构 1 （Substructure 1）由四层组成 . 第一

层包括两个分支，第一个分支采用128个3×3的卷

积核，步长为2×2，对边缘填充；第二个分支采用

128个 1×1的卷积核，相当于快捷连接，通过恒等

映射避免网络退化 . 两个分支输出都为 128 个 28×

28的特征图 . 第二层为叠加层，将两个分支的特征

图进行通道维度的叠加 . 第三层为卷积层，由 128

个尺寸为 3×3的卷积核构成 . 第四层为叠加层，将

第二层输出结果和第三层输出结果进行通道维度叠

加 ， 得 到 128 个 14×14 的 特 征 图 . 子 结 构 2

（Substructure 2）同样采用四层结构，但通道数为

256，输出为256个7×7的特征图，子结构2具体参

数见表1.

从 pool6层到输出层为第三部分（Part 3），共

分两层 . 第一层是平均池化层，采用尺寸为 7×7的

conv1

pool2

conv2

add2

conv4 conv5 pool6

conv3

add3 add4 add5

Substructure 1 (128 channels) Substructure 2 (256 channels)

Part 2Part 1 Part 3

Nugent

3×37×7

1×1

3×3

3×3
3×3

1*1
1×1

3×3

n×n

conv

addn×n

pool

: Convolutional layer (kernel size: n×n)+
Batch normalization layer+
ReLU layer

: Pooling layer (filter size: n×n) : Feature map addition

0�3
4�6
7�10

Fig. 1 Network structure of ResLab-0
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过滤器，不对边缘填充，该层输出 256个 1×1的特

征图 . 第二层是全连接层，采用 3个尺寸为 1×1的

卷积核，最终输出得到 3 类 Nugent 评分的分类

结果 .

2.2 ResLab模型优化方法

ResLab-0是本文提出的基础架构，本节将在此

基础上根据以下4种方案进行优化，以期提高模型

的预测精确率 .

优化方案 1：增加网络层数 . 通过在第二部分

增加子结构以增加网络层数，由此增加的卷积操作

使输出的特征图更小、深度更深 . 如图2中增加了1

个通道数为512的子结构3 （Substructure 3），改进

后的网络结构命名为ResLab-L1，同样还可以继续

增加通道数为 1 024的子结构 . 改进后的网络结构

命名为ResLab-L2（以此类推），增加网络层数 .

Table 1 Network parameters of ResLab-0

Part 1

Part 2

Part 3

Network Structure

Substructure 1

Substructure 2

conv1

activation

pool2

conv2

add2

conv3

add3

conv4

add4

conv5

add5

pool6

fully connected

Note

64 kernels, size 7×7, stride 2×2

ReLU function

Size 3×3, stride 2×2

Branch 1: 128 kernels, size 3×3, stride 2×2

Branch 2: 128 kernels, size 1×1, stride 1×1

Add the output of the two branches in conv2

128 kernel, size 3×3, stride 2×2

Add the output of add2 to the output of conv3

Branch 1: 256 kernels, size 3×3, stride 2×2

Branch 2: 256 kernels, size 1×1, stride 1×1

Add the output of two branches in conv4

256 kernels, size 3×3, stride 2×2

Add the output of add4 to the output of conv5

Size 7×7, stride 2×2

3 kernels, size 1×1

conv1

pool2
conv2

add2

conv4
conv5

add7

conv3

add3 add4 add5

conv6 conv7

add6

pool8

Substructure 2 (256 channels)Substructure 1 (128 channels)

Part 2 Part 1 Part 3 

Nugent

Substructure 3 (512 channels)

3×37×7

1×1

3×3

3×3
3×3

3×3

1×1
3×3

3×33×33×3
1×1

conv

add

pool

0�3
4�6
7�10

: Convolutional layer (kernel size: n×n)+
Batch normalization layer+
ReLU layer

n×n
n×n

: Pooling layer (filter size: n×n) : Feature map addition

Fig. 2 Network structure of ResLab-L1
On the basis of ResLab-0, a substructure with 512 channels is added, which deepens the number of network layers.
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优化方案 2：增大感受野 . 在步长不变的情况

下增大感受野，可以增加特征图的重叠，增强特征

位移的鲁棒性并保留特征相对位置 . 将第二部分每

个分支 1中的 3×3卷积核替换为 2个叠加的 3×3卷

积核，在增大感受野同时避免参数量剧增 （图

3） . 改进后的网络结构命名为ResLab-RF.

优化方案3：减少ReLU激活层 . DeepLab中批

量标准化层后的ReLU激活层与卷积层后的ReLU

激活层效果重复，因此将ResLab中所有卷积层后

的 ReLU 激活层去除，仅保留批量标准化层后的

ReLU 激活层 . 改进后的网络结构命名为 ResLab-

ReLU.

优化方案 4：最大池化层替换平均池化层 . 将

ResLab-0第三部分中 pool6的平均池化层替换为最

大池化层，同时过滤器尺寸保持不变，由此可以避

免计算区域平均值，从而减少计算量 . 改进后的网

络结构命名为ResLab-MaxPool.

本文提出以上 4种方案对ResLab-0进行优化，

并在实验验证环节对各优化方案进行测试分析，探

讨各方案对改进模型预测精确率的影响 .

3 实验验证

3.1 数据集与实验设置

本文用于训练和评估的数据来自某三甲医院提

供的3 374张妇科检查病理报告，每张报告包括患

者的病理图像以及对应的病理诊断结果Nugent分

数（图4） .

在数据预处理环节，首先提取检查报告中的病

理图像，其次利用插值算法将每个病理图像大小调

整成224×224像素，然后将图像范围内所有像素减

去平均值，对图像进行中心化，最后将中心化后的

数据集按照 9∶1的比例进行划分，对应得到训练

集和测试集 . 在网络训练环节，采用学习率 0.001

的Adadelta［19］作为优化器，并利用交叉熵损失函

数开展模型训练，batch-size设置为64.

3.2 实验结果与分析

3.2.1 ResLab模型的Nugent分数预测

本文首先对 ResLab-0 以及采用各方案优化后

的ResLab模型展开Nugent分数预测实验，实验结

果用混淆矩阵可视化表示（图 5） . 混淆矩阵的纵

坐标为类别的分数，横坐标为模型预测的结果，其

中不同深浅的颜色代表数量的差异 . 当混淆矩阵中

展示的结果越趋近于对角线时，代表着模型的预测

准确率越高 .

a. ResLab-0 的预测精确率 . 对于 ResLab-0 模

型，0~3区间的预测精确率为 61%，4~6区间的预

测精确率为 83%，7~10 区间的预测精确率仅为

17%，整体预测精确率为64%（图5a） .

conv1

pool2
conv2

conv4
conv5 pool6

conv3
Nugent

add2 add3 add4 add5

Substructure 1 (128 channels) Substructure 2 (256 channels)

Part 2Part 1 Part 3

7×7

1×1

1×1
1×1

3×3
3×3

3×3

3×3

3×3

n×n

conv

addn×n

pool

: Convolutional layer (kernel size: n×n)+
Batch normalization layer+
ReLU layer

: Pooling layer (filter size: n×n) : Feature map addition

0�3
4�6

7�10

Fig. 3 Network structure of ResLab-RF
On the basis of ResLab-0, the receptive field is increased by stacking the convolution kernel.
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b. 增加网络层数对预测精确率的影响 . ResLab-

L1在ResLab-0的基础上增加一个512通道子结构，

即网络层数增加一层，此时测试结果如图5b所示 .

0~3区间的样本预测精确率达到93%，较网络层数

未增加时提升了32个百分点；4~6区间预测精确率

为 52%；7~10区间预测精确率为 0%，代表模型无

法学习到该区间的典型特征；整体预测精确率为

79%.

ResLab-L2 在 ResLab-0 的基础上再增加一个

1 024通道的子结构，即网络层数增加两层，此时

测试结果显示：0~3 区间样本预测精确率达到

92%；4~6区间的预测精确率为 48%；7~10区间预

测 精 确 率 为 33%； 整 体 预 测 精 确 率 为 80%

（图5c） .

Flora situation:
Flora density:         +++
Flora diversity:        +++
Dominant bacteria:     G-b(s)
Pathogen:  Trichomonas infection:  not found

Fungal infection:   hyphae: (�)
spore: (�)
blastospore: (�)

Nugent Score:                                     8
AV score:                                            4

Milk Bar rating:                                   Ⅲ
WBC/oil-immersion objective:          >10

Micro-ecological analysis: BV (+)  AV (+)

Functional assay:
Hydrogen dioxide:   positive (+)
Leukocyte esterase:           weak positive (±)
Neuraminidase:   negative (�)
β-glucuronidase:   negative (�)
Acetyl glucosaminidase:   negative (�)

Fig. 4 An example of gynecological examination pathological report

Fig. 5 Confusion matrix of each optimization method
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当网络层数增加3层时，所有样本预测结果都

在0~3区间，整体预测精确率为46%.

因此，网络层数仅在增加一层或两层时可以有

效提高模型的预测精确率 .

c. 增大感受野对预测精确率的影响 . ResLab-

RF将网络第二部分每个分支1中的3×3卷积核替换

为 2个叠加的 3×3卷积核，测试结果显示：0~3区

间的预测精确率为 92%；4~6 区间预测精确率为

45%；7~10区间的预测精确率为25%；整体预测精

确率为79%（图5d） .

d. 减少 ReLU 激活层对预测精确率的影响 .

ResLab-ReLU 将每一卷积层后的 ReLU 激活层去

掉，激活层保持不变，测试结果显示：0~3区间预

测精确率为94%；4~6区间预测精确率为43%；7~

10 区间的预测精确率为 42%；整体预测精确率为

80%（图5e） .

e. 最大池化层替换平均池化层对预测精确率的

影响 . ResLab-MaxPool采用最大池化层提取 7×7的

特征图为1×1的特征图，测试结果显示：其中，0~

3区间预测精确率为 75%；4~6区间预测精确率为

64%；7~10区间预测精确率为 8%；整体预测精确

率为70%（图5f） .

3.2.2 消融实验

表2列出了对ResLab模型排列组合使用4种优

化方案后，在测试集上进行消融实验的测试结果 .

其中，每一行代表一种排列组合后的优化方案，第

一行的测试结果为 ResLab-0 预测精确率，即

64.06%，第一列代表增加网络层数，空表示不增

加子结构，L1 表示增加一个通道数为 512 的子结

构，L2表示在L1基础上再增加一个通道数为1 024

的子结构 . 后面各列的优化方案依次为增大感受

野、减少ReLU激活层（ReLU）、用最大池化层替

换平均池化层（MaxPool），空表示不采用对应优

化方案，“√”表示采用对应优化方案 .

由表2可知，相比于ResLab-0，本文提出的所

有优化方案都能影响模型的预测精确率 . 下面对各

自优化方案带来的性能改变逐一进行分析：

对于优化方案1：增加网络层数，L1的预测精

确率最高，L2的精确率比L1低 . 原因是增加网络

层数能提取到更抽象的特征并提高分类器性能，但

网络过深会增大网络训练难度，导致网络难以拟

合，因此预测精确率反而降低 .

对于优化方案2：增大感受野，模型预测精确

率的改变仍与网络层数相关 . 在不增加网络层数或

者采用L1优化时，增大感受野能够提升预测精确

率，采用L2优化时反而降低精确率 . 原因是网络感

受野增大之后和细菌尺寸匹配，从而提高模型预测

精确率，但增大感受野也会增加模型复杂度，而采

用L2优化的模型已经难以拟合，再增大感受野则

预测精确率反而降低 .

对于优化方案 3：减少ReLU激活层能够提升

分类精确率 . 原因是去掉了冗余的 ReLU 激活层，

降低了网络的复杂度，从而提取到更适合当前分类

任务的特征 .

对于优化方案4：用最大池化层替换平均池化

层，会导致精确率下降 . 原因是最后一层是用于输

出预测结果，极大池化层虽然能减少计算复杂度，

但是缺少平均池化层整合全局空间信息的能力，因

此会导致精确率下降 .

上述消融实验的结果表明，本文中最优模型的

预测精确率为 82.19%，该模型是在ResLab-0的基

础上，增加一个512通道子结构以网络层数，使用

2 个叠加的 3×3 卷积核以增大感受野，减少 ReLU

Table 2 Accuracy of each optimization method

Layer

L1

L1

L1

L1

L1

L1

L1

L1

L2

L2

L2

L2

L2

L2

L2

L2

Receptive field

√
√
√
√

√
√√
√
√

√
√
√
√

ReLU

√

√

√

√

√

√

√√

√

√

√

√

√

MaxPool

√
√

√
√

√
√

√
√

√
√

√
√

Accuracy/%

64.06

80.94

70.31

76.88

79.69

80.00

74.06

77.50

80.94

81.25

74.06

76.56

75.63

82.19

74.06

77.50

80.63

80.94

72.81

80.00

73.44

78.13

73.13

74.38
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激活函数 .

3.2.3 ResLab模型与典型模型的对比

本节选取3种典型模型在本文使用的数据集上

进行测试，并与最优ResLab模型预测精确率进行

对比 . 选取的3种典型系统包括：

a. VGG. ILSVRC2014 比赛（国际顶尖机器视

觉图像识别竞赛）分类项目第二名，包含 16个隐

藏层，其中 13 个卷积层和 3 个全连接层，拓展性

强，迁移到其他图像数据泛化性好 .

b. GoogLeNet. ILSVRC2014比赛分类项目第一

名，采用了 Inception_v1结构，利用不同大小卷积

核提取图像不同尺度的信息然后融合，从而得到图

像更好的表征 .

c. ResNet. ILSVRC2015比赛分类项目第一名，

在 VGG 的基础上加入快捷链接形成残差网络 . 本

文具体采用ResNet-v2-152.

使用上述 3种典型模型对本文使用的 3 374张

病理图像进行预测 . 结果显示，VGG 精确率为

79.38%，GoogLeNet 精确率为 74.69%，ResNet 精

确率为 75.63%，而本文所提出的ResLab精确率最

高，为 82.19%，相对 GoogLeNet、ResNet 和 VGG

分别提高了7.5、6.56和2.81个百分点（表3） .

3.2.4 其他指标对照实验

在数据集中还给出了其他菌群情况的指标，包

括优势菌、病原体、真菌感染 . 其中病原体指标在

数据集中没有变化，因此对优势菌、真菌感染两个

指标通过对照实验验证其是否影响预测结果 . 对优

势菌指标，将数据集按照G−b（s）和G+b（L）划分，

对两个子数据集预测Nugent评分，检测是否影响

精确率 . 同理对真菌感染的 3项：菌丝（hyphae）、

孢子（spore）、芽生孢子（blastospore） 分别按照

阴性（−）和阳性（+）划分，对两个子数据集预

测Nugent评分 .

从表4可见，对优势菌种，ResLab模型在革兰

阴性短杆菌（G-b（s））对应子数据集上预测精确率

降低 1.21个百分点，在革兰阳性大杆菌（G+b（L））

对应子数据集上预测精确率提升0.12个百分点 . 对

真菌感染划分得到的子数据集上，ResLab模型预

测精确率偏差均在 1个百分点以内 . 总体来说优势

菌和真菌感染这两个指标对分类结果影响不大，说

明ResLab模型对菌群形态变化具有较好鲁棒性 .

4 结 论

本文针对细菌性阴道病分类诊断的应用背景，

提出了一种应用于阴道微生态病理图像的端到端辅

助诊断模型 . 该模型首先利用基于深度学习的图像

分类方法预测Nugent评分，用于辅助医生对该病

症进行分析与诊治 . 其次，为了提高预测精确率，

本文提出了4种优化方案，包括增加网络层数、增

大感受野、减少ReLU激活层、用最大池化层替换

平均池化层 . 最后，将所有优化方案进行排列组合

开展消融实验，并与 3种典型模型开展对比实验 .

结果表明，本文提出的ResLab模型预测精确率达

到 82.19%，相比于 GoogLeNet 提升了 7.50 个百分

点，比ResNet提升了 6.56个百分点，比VGG提升

了2.81个百分点 . 因此，ResLab模型能为医生提供

一个较准确的参考，提高医生诊断效率，减少医生

诊断误差 .
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Automatic Diagnosis of Vaginal Microecological Pathological Images Based on
Deep Learning*
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(1)College of Computer, National University of Defense Technology, Changsha 410073, China;
2)Computer Network Information Center, Chinese Academy of Sciences, Beijing 100850, China)

Abstract Vaginal microflora pathological image is an important basis for the diagnosis of bacterial vaginosis,

but analysis of the images manually takes a lot of time and effort, leading to low diagnosis efficiency, so new

methods of automatic pathological image diagnosis need to be sought. In this paper, we proposed a model,

ResLab, to diagnose vaginal microflora pathological image automatically. It took the pathological reports of

gynecological examination as training set, and used deep learning technology to perform end-to-end analysis on

the pathological images. The ResLab model predicted Nugent score to assist doctors in grading diagnosis. We

optimized the ResLab in multiple ways to improve the prediction accuracy, by increasing the number of layers to

extract deeper features, stacking two small convolution kernels to increase the receptive field, removing ReLU

layers to reduce complexity, and replacing average pooling layer with max pooling layer to extract the most

salient feature. It was proven that each optimization plan can significantly improve the perfomance of the model.

The prediction accuracy of the ResLab model reached 82.19%, which outperformed VGG, GoogLeNet, ResNet.

The ResLab model can provide doctors with relatively accurate reference results, thereby improving diagnosis

efficiency and reducing diagnostic error.
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