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摘要 目的　非编码RNA（non-coding RNA，ncRNA）在多种生命过程中发挥着重要的调控作用，二级结构对于其正常功

能实现至关重要。现有的方法在预测RNA二级结构时普遍存在模型复杂度高、难以捕获长程依赖关系以及在复杂结构预测

上泛化能力差的问题。因此，需要提出新的方法来预测RNA二级结构。方法　本研究提出一种端到端预测模型RMDfold，

使用 残差Mamba（residual Mamba，resMamba）与密集连接（dense connection，Dense）相结合的特征提取策略。模型采用

一维和二维两阶段的学习过程进行特征建模，在一维序列空间中学习核苷酸间的依赖关系，再将其映射到二维空间进一步

学习核苷酸间的配对模式，并通过配对约束确定核苷酸的唯一配对，得到最终的二级结构。在一维与二维阶段中均通过

Dense捕捉短程依赖特征，resMamba建模长程依赖关系，实现信息表征的逐级增强与短长程特征的有效融合。为了验证本

方法的有效性，与Ufold、REDfold、TransUfold和 sincfold四种方法在RNAStra lign、ArchiveII和bpRNA-new三个公开数据

集上进行了比较。结果　本研究所提出的RMDfold方法在结构预测、假结预测、不同长度的序列预测和模型复杂度分析上

优于其他算法，并且所需参数最少且推理速度最快。在结构预测中，该方法在RNAStralign的F1、MCC、precision和 recall

分别达到 0.973 5、0.973 1、0.975 6 和 0.972 3；在 ArchiveII 的 F1、MCC、precision 和 recall 分别达到 0.854 3、0.855 6、

0.874 7和 0.876 2；在 bpRNA-new的F1、MCC、precision和 recall分别达到 0.382 8、0.401 5、0.536 5和 0.318 7。在假结预

测中，基于ArchiveII数据集，模型的F1、MCC、precision和 recall分别达到0.741 4、0.743 3、0.752 5和0.739 6。在不同长

度的序列预测中，该方法在200~500 nt序列中仍保持0.70的准确率。在模型复杂度分析中，RMDfold所需参数量为2.886 7 

M，推理速度为0.026 0 s。结论　RMDfold能够准确预测RNA的二级结构，有助于揭示RNA分子在基因表达调控、分子识

别和催化中的核心作用；也为疾病相关变异机制解析、RNA靶向药物设计以及进化与比较基因组学研究提供重要支持。
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RNA是重要的生物大分子，参与基因的表达

和调控。根据其功能和作用的不同，RNA可分为

编 码 RNA 和 非 编 码 RNA （non-coding RNA，

ncRNA），编码 RNA 在过去的研究中已被广泛关

注。随着高通量测序技术的发展，ncRNA的重要

性逐渐被揭示出来。尽管 ncRNA 不编码蛋白质，

但在细胞内也发挥着重要的调控作用。近年来的研

究表明，ncRNA在基因表达调控、细胞功能、发

育以及多种疾病的发生和发展中都扮演着关键角

色［1-3］。该领域的研究在过去几十年中迅速发展，

成为分子生物学的一个重要方向。

RNA二级结构是RNA分子中核苷酸通过碱基

配对（如A-U、G-C以及非经典配对G-U等）形成

的局部折叠结构。二级结构对于RNA的正确功能

至关重要，作为RNA高级结构和生物学功能的基

础，其构象直接影响分子在基因表达调控、分子识
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别及催化等过程中的作用［4-5］。深入解析RNA二级

结构不仅有助于理解疾病相关变异对RNA构象及

功能的影响，为疾病的研究提供重要线索［6-7］，还

为靶向RNA的药物设计提供关键结构依据［8-9］，并

推动进化与比较基因组学研究［10］，因此准确预测

RNA二级结构具有重要的价值。相比于编码RNA，

ncRNA更多地受功能性结构选择驱动［11］，其二级

结构由茎、环、假结（非嵌套）［12］等多种结构单

元通过碱基配对与拓扑交叉共同构建，这种多样性

与复杂性增加了准确预测其二级结构的难度。

在过去的研究中，已经产生多种用于RNA二

级结构预测的方法，主要包括实验方法、传统方法

和机器学习方法。最初研究人员通过实验的方式进

行预测，如核磁共振［13］、低温电子显微镜［14］以及

高通量化学探针技术［15-16］；尽管这些方法能够提供

高分辨率的结构信息，但仍存在耗时耗力、样本需

求量大、通量有限以及难以捕捉RNA在不同生理

条件下动态折叠等局限性［17］。实验流程中对试剂

用量和反应条件的严格要求，也使得长链或高度动

态的RNA区域常出现信号微弱和背景噪声高的问

题［18］。此外，化学探针的浓度过高或过低都可能

导致结合效率和定位偏差，也会给数据解析带来不

确定性［18］。为解决上述限制，计算预测发挥了重

要作用［19］。

传统的二级结构预测的方法以热力学模型为

主，例如RNAfold［20］和RNAstructure［21］等，这些

方法通过动态规划算法结合 Turner 热力学参数体

系，对所有可能的碱基配对和环结构计算最小自由

能并求取全局最优折叠构象。虽然该类方法理论框

架清晰、实现成熟且预测速度较快，但当碱基对包

含假结构时，一些基于动态编程的方法就会失效，

且随着序列长度增长计算复杂度可达到O（n³）［22］。

此外，这些方法的性能在最近几年并未显著提高，

平均碱基对预测准确率仍然在50%~70%左右［11］。

机器学习方法通过从数据中自动学习序列-结

构映射，已成为 RNA 二级结构预测的重要工具。

机器学习方法包含传统机器学习和深度学习，其中

传统机器学习方法如支持向量机等［23］，已被应用

于RNA二级结构预测。这些方法主要通过手动提

取的特征来构建模型，常用特征包括二核苷酸因

子 、 序 列 长 度 和 核 苷 酸 比 例 因 子 等［24］。

CONTRAfold［25］使用条件对数线性模型，通过判

别式训练和丰富的特征表示来预测结构。这些方法

虽然在一定程度上提升了预测性能，但仍存在特征

工程复杂和模型易过拟合的问题［26］，平均碱基对

预测准确率同样在50%~70%左右［11］。

深度学习具有良好的特征提取与分析能力，在

RNA结构预测中展现出强大的优势和价值。目前，

卷 积 神 经 网 络 （convolutional neural networks，

CNN）［27］和Transformer［28］等神经网络架构被广泛

用于RNA结构预测中。近年来，Ufold［29］创新性

地将核苷酸序列转换成图像形式，由 16个表示碱

基配对和 1个表示配对概率形成的一个 17通道 2D

图像作为输入，使用UNet编码器-解码器框架预测

接触得分图，随后经过一个解决约束优化问题的后

处理步骤得到最佳接触图。TransUfold［30］模型在

此基础上引入更复杂的 Vision Transformer 结构，

从 而 在 RNA 结 构 预 测 中 提 高 了 准 确 性 。

REDfold［22］模型在 Ufold 模型的基础上将 RNA 序

列转换为包含146个通道的二维矩阵形式，包括二

核苷酸（A-U等）和四核苷酸（AU-GC等），使用

基于CNN的残差编码器-解码器网络架构来预测接

触得分图，随后同样经过一个解决约束优化问题的

后处理步骤得到最佳接触图。这三个模型均对原始

的序列数据进行手动特征提取，且最后通过求解优

化问题得到最终结构，sincfold模型［31］使用一维和

二维残差网络打破了这些步骤，建立了一个端到端

的预测模型，性能有一定的提升。尽管这些模型取

得一定进展，但CNN和Transformer在处理长程依

赖方面仍有不足。CNN的感受野有限，增加卷积

深度或增大卷积核大小时会大大增加运行成本和模

型参数量［32］；而Transformer虽然能够通过自注意

力机制处理长程依赖，但在处理长序列时存在计算

复杂度高的问题［33］。最新提出的Mamba在多个领

域处理长程依赖任务中均展现出较好的学习能

力［34-36］，为RNA结构预测提供新的可能性。

为解决现有方法在捕获长程依赖关系的模型复

杂度高、泛化能力较弱的问题，本研究提出基于残

差Mamba （residual Mamba，resMamba）和密集连

接 （dense connection，dense） 的端到端预测模型

RMDfold。模型使用一维和二维建模策略，在一维

序列空间中学习核苷酸间的依赖关系，再将其映射

到二维空间以进一步学习核苷酸之间的配对模式，

并通过配对约束确定每个核苷酸的唯一配对，得到

最终的二级结构。在一维与二维阶段中均通过

Dense捕捉短程依赖特征，resMamba建模长程依赖

关系，实现信息表征的逐级增强与短长程特征的有

效 融 合 。 所 提 出 的 RMDfold 方 法 与 Ufold、
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REDfold、 TransUfold 和 sincfold 经 典 模 型 在

RNAStralign、ArchiveII和 bpRNA-new三个公开数

据集上进行对比，结果表明RMDfold在结构预测、

假结预测、不同长度的序列预测和模型复杂度分析

上均优于经典模型。

1　材料和方法

1.1　RNA数据及预处理

1.1.1　RNA数据

本研究使用三个公开数据集 RNAStralign、

ArchiveII和bpRNA-new，详细信息如下：

a. RNAStralign 数据集［37］ 是一个广泛应用于

RNA二级结构预测研究的基准数据库，包含来自8

种 不 同 RNA 家 族 （16S、 5S、 Group I Intron、

RNaseP、SRP、 telomerase、 tmRNA 和 tRNA） 的

37 149个RNA序列，是最全面的RNA结构集合之

一，序列长度为30~1 851 nt。

b. ArchiveII数据集［38］是检验RNA结构预测性

能的最广泛使用的数据集，较RNAStrAlign数据集

多了 23S 和 Group Ⅱ  Intron 两个 RNA 家族，共 3 

975个序列，序列长度为 28~2 968 nt。本研究选择

与RNAStralign中同种类的RNA序列。

c. bpRNA-new 数据集［39］ 来自 Rfam 14.2［40］，

包括1 500个任何其他数据集中都不存在的新RNA

家族，共5 401个序列，序列长度为33~489 nt。

1.1.2　数据预处理

预处理流程包含去冗余、过滤、数据清洗和编

码4个步骤。a. 去冗余：以序列为标准，将完全相

同的样本归为一类，并在每类中仅保留一个代表样

本，最终得到无重复的样本集合［28］。本研究去除

了数据集内与数据集间的冗余。b. 数据清洗：剔除

包含非“A”、“C”、“G”和“U”字符的序列，以

及碱基对缺失的无效样本。c. 过滤：对长度超过

600 nt 的 RNA 序列进行过滤，以限制整体实验的

运行时间［41］。d. 编码：对序列进行 one-hot 编码，

4 种碱基对应的编码分别为“A”：［1， 0， 0， 

0］、“C”：［0， 1， 0， 0］、“G”：［0， 0， 1， 0］

和 “U”：［0， 0， 0， 1］。 经 过 预 处 理 ，

RNAStralign 数据集保留了 18 554 个 RNA 序列样

本，ArchiveII数据集保留了1 860个样本，bpRNA-

new 数据集保留了 5 388 个样本，详细信息如表 1

所示。

1.2　RMDfold模型

为解决现有方法在捕获长程依赖关系的模型复

杂度高、泛化能力较弱的问题，本研究提出

RMDfold 二级结构预测模型，使用 resMamba 和

Dense结合以实现长短程特征提取与融合。如图 1

所示，模型框架依次由一维建模、特征映射和二维

建模三部分组成。在一维建模中，模型从RNA序

列中学习短长程依赖关系，为结构预测提供基础；

在特征映射阶段，将一维特征映射到二维空间以形

成约束矩阵，从而表示潜在的碱基配对关系；在二

维建模中进一步学习核苷酸之间的配对模式，并通

过配对约束确定每个核苷酸的唯一配对，得到最终

的二级结构。RMDfold的流程如表2所示。

1.2.1　一维建模

一维建模从RNA序列中提取上下文依赖的序

列特征，并捕捉潜在的配对关系，为结构预测提供

基础。结构由一维卷积层、一维Dense模块和一维

resMamba模块组成。首先，将大小为 4×L的RNA

编码序列通过一维卷积层提取每个核苷酸的低级特

征；其次，通过Dense模块将提取的特征映射到更

高维空间，进一步强化局部特征；最后，使用

resMamba模块捕捉长距离的上下文依赖及远程碱

基间的潜在配对关系。Dense 和 resMamba 结构

如下：

Dense 模块：该模块使用 4 层密集连接架构，

每一层的输入不仅包含前一层的输出，还融合所有

先前层的特征图，从而实现信息的充分传递与累

积，缓解梯度消失和信息丢失问题。每层均由一个

批量归一化层、一个ReLU激活层和一个一维卷积

组成，将通道数从初始的F1 逐步增加到F’1 。为减

少模型的计算负担，同时保留重要的特征信息，再

经过一个1×1卷积压缩回F1。在二维建模中，该模

块采用二维卷积以适应空间特征的表示需求。

resMamba模块：该模块使用基于状态空间模

型 （state space model，SSM） 的双分支残差结构

提取特征。首先，将 Dense 模块提取的形状为

（N， L）的一维特征展平并转置为（L， N），经层

归一化后输入Mamba块；其次，特征在Mamba内

部分为两个并行分支：在第一分支中，特征经一个

线性层扩展到（2L， N），再依次通过一维卷积层、

Table 1　Statistical information of the three datasets

Dataset

RNAStralign

ArchiveII

bpRNA-new

RNA families

8

8

1 500

Sequence length

30–600 nt

28–593 nt

33–489 nt

Sample n

18 554

1 860

5 388
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Table 2　RMDfold algorithm

RMDfold algorithm

Input： training dataset D=｛（x1， y1）， （x2， y2）， ... ， （xm， ym）｝

Steps：

1. for i=1， ... ， m： % Obtaining RNA sequence encodings from dataset D

2. F 01D = Conv1D（xi）；

3. F 11D = Dense1D（F 01D）；
4. F 21D = resMamba（F 11D）；

5. l = matmul（Conv1D（F 21D）， Conv1D(F 21D )T）； % Obtaining L×L mapping matrix

6. lsymmetric = ( l + lT )/2； % Obtaining symmetric mapping matrix

7. lfinal =  lsymmetric+lprior ；  % Integrating prior matrix

8. F 02D = Conv2D（lfinal）；
9. F 12D = Dense2D（F 02D）；

10. F 22D = resMamba（F 12D）；
11. L = Conv2D（ReLU（F 22D））； % Obtaining L×L contact matrix

12. Lsymmetric = (L + LT )/2； % Obtaining symmetric contact matrix

13. end

14. Y = postprocessing（Lsymmetric）； % Finding the maximum activation in each row and column to

ensure unique pairings

Output： the final RNA secondary structure contact matrix Y.

Fig. 1　The proposed RMDfold model
The input is a 4×L one-hot encoded RNA sequence， and the output is an L×L symmetric contact matrix， L is the sequence length， N is the 

dimension of the feature vector for each nucleotide in the one-dimensional stage， and M is the dimension of the feature vector for each nucleotide in 

the two-dimensional stage.
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SiLU激活函数和SSM；在第二分支中，特征同样

通过一个线性层扩展到（2L， N），后经SiLU激活

函数；两个分支的结果在逐元素相乘后融合，并通

过投影映射到（L， N），再转置回（N， L）；最

后，输出特征通过残差连接与输入特征相加，实现

信息保留与梯度稳定传递。该模块在一维和二维建

模中均适用，对于（M， H， W）的二维矩阵，展

平后的L = H×W。

1.2.2　特征映射

特征映射将一维序列信息转化为能够表征核苷

酸间相互作用的二维映射矩阵，为后续结构预测提

供基础表征。首先，将一维建模提取的特征通过两

个一维卷积层，生成两个大小为E×L的压缩编码矩

阵；其次，将一个E×L矩阵与另一个E×L矩阵的转

置相乘，得到一个初步的L×L的二维映射矩阵；再

次，为确保接触矩阵的对称性，该矩阵与其转置矩

阵相加，从而构建对称映射矩阵；最后，加入一个

通道，以编码不同碱基对（如 C-G、U-A和G-U）

之间的相互作用先验信息，从而在映射矩阵中注入

这些碱基对的不同键合强度。

1.2.3　二维建模

二维建模进一步捕获核苷酸间的空间配对关

系，从而生成更加准确的接触矩阵。二维阶段和一

维阶段类似，结构由二维卷积层、二维Dense模块

和二维 resMamba模块组成。首先，将映射矩阵经

过一个二维卷积提取低级空间特征；，通过一个 4

层的Dense模块提取高维特征，每层由 1个批量归

一化层、1 个 ReLU 激活层和 1 个二维卷积组成，

将通道数由F2 翻倍增加到F’2 ，再通过 1×1卷积降

为F2；再次，使用 resMamba模块进一步提取全局

范围的配对特征并进行特征融合，经过一个二维卷

积得到L×L的接触矩阵，并将该矩阵与其转置相加

得到对称接触矩阵。最后，通过配对约束得到最终

的二级结构。

1.3　实验设计

为了验证方法的有效性，本研究进行数据集分

布差异分析、消融实验、对比实验和预测二级结构

对比显示四个实验，本研究将RNAStralign数据以

8： 2 的比例随机分为训练集和内部测试集；

ArchiveII 作为家族内测试集；bpRNA-new 作为跨

家族测试集。

数据集分布差异分析：本研究提出各数据集样

本均为独立同分布的假设，使用最大均值差异

（maximum mean discrepancy，MMD）分别对训练

集与内部测试集之间、训练集与家族内测试集之

间、训练集与跨家族测试集之间，以及家族内测试

集与跨家族测试集进行统计分析［42］，并迭代1 000

次以获得稳定结果（P<0.05 时表示结果具有统计

学差异）。

消融实验：本研究通过设计两个消融实验来验

证模型有效性。首先，分别移除二维 resMamaba模

块、二维建模模块和一维 resMamba模块验证对预

测结果的影响。其次，分别移除二维建模模块和

resMamba 模块，以及将 Mamba 分别平行替换为

CNN和Transformer编码器验证对长序列预测结果

的影响。

对比试验：为了验证RMDfold在RNA二级结

构预测的有效性，本方法与 Ufold、 REDfold、

TransUfold 和 sincfold 模型进行了 RNAStralign 测

试、模型复杂度分析、家族内测试、不同序列长度

测试、假结预测和跨家族测试。

预测二级结构对比显示：为了观察核苷酸的配

对细节，以长度为 141 nt的粪肠球菌AE016830.1_

3 201 675 和长度为 401 nt 的普雷沃氏菌 TRW-

264731 为例，本研究使用 Forna［43］对不同模型的

预测结果进行二级结构对比分析。

为了进行定量分析，本研究使用精确度、召回

率、F1分数（F1 score，F1）［44］和马修斯相关系数

（matthews correlation coefficient，MCC）［45］评估模

型性能，使用 Friedman 检验方法分析模型的性能

显著性（P<0.05），使用参数量和推理时间评估模

型复杂度。4个性能指标公式如下：

precision = TP
TP + FP

(1)

recall = TP
TP + FN

(2)

F1 = 2 × Precision × Recall
Precision + Recal

(3)

MCC =
TP × TN + FP × FN

(TP + FP ) (TP + FN ) (TN + FP ) (TN + FN )
(4)

其中，研究基于真实接触矩阵和预测接触矩阵计算

指标，矩阵中的每个元素表示该位置的两个碱基配

对情况，碱基配对则值为 1，反之为 0。具体的，

TP指真实为配对且预测也为配对的个数；FP指真

实为不配对但预测为配对的个数；TN指真实为不

配对且预测也为不配对的个数；FN指真实为配对

但预测为不配对的个数。
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训练主要超参数如下：epoch 为 100、批次大

小为 1、累计步数为 4、使用学习率为 1×10–4 的

Adam优化器、损失函数使用L1正则化的交叉熵损

失函数［46］，正则化系数为 0.01、使用混合精度训

练加速，种子数设置为0。本研究所有实验均在同

一平台上完成，基于 Windows 系统，硬件环境使

用 NVIDIA GeForce RTX 3090 GPU 作为计算加速

器；软件环境使用Python 3.10编程语言、PyTorch 

2.4深度学习框架和CUDA 12.4的并行计算平台。

2　结 果

2.1　数据集分布差异性分析

如图2所示，训练集与内部测试集之间的P值

为 0.798，置换后的MMD值包含实际MMD值，表

明二者在分布上无显著差异，可适用于评估模型的

拟合能力与稳定性。而其余三组之间的 P 值均为

0.00，且置换后的MMD值远小于实际MMD值，表

明存在显著的分布差异，可用于检验模型对不同分

布数据预测的泛化能力与鲁棒性。

2.2　消融实验

表 3 显示本模型在 RNAStralign 数据集上消融

实验的结果，当移除模块时，RMDfold预测性能下

降。 RMDfold 模型的 F1 为 0.973 5，移除二维

resMamba模块时，F1降低0.009 8；移除二维建模

模块时，F1降低 0.095 2；移除二维建模模块和一

维 resMamba模块时，F1降低0.129 9。

如图 3 所示，去除二维建模模块或 resMamba

模块均会使预测长序列（200~600 nt）的准确率下

降。RMDfold 在 6 个不同长度区间预测的平均 F1

为 0.993 8、0.989 0、0.815 8、0.849 4、0.880 8 和

0.928 7，移除二维建模模块时，F1分别降低 0.021 

6、0.017 3、0.522 4、0.564 4、0.595 4 和 0.621 4；

移除 resMamba 模块时， F1 分别降低 0.002 8、

0.001 3、0.097 0、0.101 3、0.081 9 和 0.043 4。此

外，将Mamba平行替换为CNN或Transformer会降

低长序列预测能力。替换为CNN时，F1分别降低

0.004 2、 0.002 4、 0.112 5、 0.114 1、 0.072 3、

0.025 6；替换为Transformer时，在100~200 nt的序

列中F1提高了0.000 3，其余序列区间F1分别降低

Fig. 2　Analysis of differences in dataset distribution
（a）  Training set and internal test set， （b）  training set and in-family test set， （c）  training set and cross-family test set， （d）  in-family test 

set and cross-family test set. MDD： maximum mean discrepancy.
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0.002 7、0.008 1、0.014 5、0.011 3 和 0.011 0。显

著性分析结果表明，模型间性能差异显著（均为P

=0.00）。

2.3　RNAStralign数据集预测

2.3.1　RNA结构预测

表 4所示，RMDfold模型的平均F1与MCC最

高，分别达到 0.973 5 和 0.973 1，显示出更高的

RNA二级结构预测准确性。图4显示出各个模型样

本预测的F1、MCC、precision和 rercall分布情况，

其中，RMDfold 的样本分布更为集中，在多个样

本上的表现较为一致，具有良好的稳定性。显著性

分析结果表明，模型间性能差异显著 （均为 P

=0.00）。

2.3.2　模型复杂度分析

如表5所示，RMDfold所需参数最少且推理速

度最快，其参数量为2.886 7 M，推理速度为0.026 

0 s。

Fig. 3　Visualization of prediction metrics for different average sequence lengths ranges
（a）  F1， （b）  MCC， （c）  precision， （d）  recall. RMDfold （1D）： removed 2D modeling module； Dfold： removed resMamba 

module； ResDfold： parallel replacement of Mamba with CNN； RTDfold： parallel replacement of Mamba with Transformer； RMDfold： the 

proposed model.

Table 3　Results of the model ablation experiments

Model

RMDfold

w/o 2D resMamba module

w/o 2D modeling module

w/o 2D modeling and 1D resMamba modules

precision

0.975 6

0.986 4

0.872 1

0.846 4

recall

0.972 3

0.951 0

0.878 3

0.844 1

F1

0.973 5

0.963 7

0.873 7

0.843 6

MCC

0.973 1

0.965 7

0.874 0

0.843 9

Table 4　 Comparison of the performance of different 
methods on the RNAStralign dataset

Model

Ufold

REDfold

TransUfold

sincfold

RMDfold

precision

0.968 7

0.970 5

0.959 0

0.982 5

0.975 6

recall

0.973 2

0.975 2

0.969 2

0.957 7

0.972 3

F1

0.970 3

0.972 2

0.963 3

0.967 1

0.973 5

MCC

0.938 5

0.972 3

0.920 7

0.968 5

0.973 1
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2.4　家族内数据集预测

2.4.1　RNA结构预测

表 6 所示，家族内 RNA 二级结构预测优于经

典模型，RMDfold的平均F1与MCC最高，分别达

到 0.854 3 和 0.855 6，显示出更好的泛化能力；

precision位于第二，仅次于 sincfold，达到了 0.874 

7； recall 位于第二，仅次于 REDfold，达到了

0.846 2。图5补充说明RMDfold模型具有最高的中

位数和最小的分布差异，除 precision 外，F1、

MCC 和 recall 均最高，分别为 0.942 5、0.942 8 和

0.969 6，具有较高的稳定性，precision为 0.960 7，

仅次于 sincfold。显著性分析结果表明，模型间性

能差异显著（均为P=0.00）。

2.4.2　不同序列长度预测

图6所示，提出的RMDfold展现出良好的预测

能力。在不同长度区间 （0~100 nt，100~200 nt，

200~300 nt， 300~400 nt， 400~500 nt， 500~600 

nt），RMDfold 在 200~600 nt 区间明显优于其他模

型。在较短长度区间 （0~100 nt，100~200 nt），

RMDfold 的 平 均 F1、 MCC 和 recall 仅 次 于

Fig. 4　Visualization of prediction metrics of different methods on the RNAStralign dataset
（a）  F1， （b）  MCC， （c）  precision， （d）  recall.

Table 6　 Comparison of the performance of different 
methods on the ArchiveII dataset

Model

Ufold

REDfold

TransUfold

sincfold

RMDfold

precision

0.847 0

0.854 5

0.815 6

0.908 0

0.874 7

recall

0.839 3

0.851 9

0.830 6

0.791 5

0.846 2

F1

0.839 3

0.849 6

0.819 8

0.827 7

0.854 3

MCC

0.691 5

0.850 7

0.621 5

0.835 9

0.855 6

Table 5　 Parameters and inference time on the RNAS⁃
tralign test set

Model

Ufold

REDfold

TransUfold

sincfold

RMDfold

Parameters/M

8.641 3

3.971 6

29.654 0

9.691 5

2.886 7

Time per seq/s

0.124 9

0.123 9

0.099 8

0.098 0

0.026 0
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REDfold，分别为：（0.896 7，0.896 5，0.886 0）

和 （0.914 6、0.916 7、0.904 8）；在中长度区间

（200~300 nt， 300~400 nt， 400~500 nt， 500~600 

nt），RMDfold 的平均 F1、MCC 和 recall 最高，分

别 为 （0.726 3， 0.729 3， 0.706 0），（0.769 7，

0.770 8，0.763 2），（0.722 9，0.724 3，0.742 6）和

（0.582 9，0.587 2，0.628 8）；在6个长度区间平均

presicion仅次于 sincfold，分别为0.924 3，0.935 7，

0.760 4，0.782 1，0.710 2，0.556 0。显著性分析表

明除 F1 在 500~600 nt 长度区间外，均具有显著性

差异 （P＝0.00）。在 500~600 nt 区间内 P 值为

0.092 4，这可能由于该区间样本量为 36，受样本

影响较大，因此未能观察到差异。综上表明，

RMDfold 的结构预测性能整体优于其他方法，尤

其在中长度区间表现稳定，具有较高的准确率。

2.4.3　假结预测

2.5　跨家族数据集预测

如表8所示，RMDfold在跨家族预测显示出良

好的结果，F1 和 MCC 分别为 0.382 8 和 0.401 5，

但 recall低于REDfold和TransUfold。

2.6　预测二级结构对比显示

如图7所示，RMDfold在茎环结构和非典型碱

基对 G-U 预测中表现出较高的预测准确率。

RMDfold在预测AE016830.1_3 201 675样本二级结

表7　所示，对筛选后的480条含假结的RNA序列预测时，RMDfold性能最佳，F1和MCC分别达到0.741 4和0.743 3。
Table 7　Comparison of the performance of different methods on pseudoknot

Model

Ufold

REDfold

TransUfold

sincfold

RMDfold

precision

0.704 8

0.710 2

0.667 3

0.838 3

0.752 5

recall

0.663 0

0.681 2

0.642 1

0.595 4

0.739 6

F1

0.679 3

0.691 8

0.651 3

0.677 0

0.741 4

MCC

0.372 5

0.693 3

0.285 0

0.695 0

0.743 3

Fig. 5　Visualization of prediction metrics of different methods on the ArchiveII dataset
（a）  F1， （b）  MCC， （c）  precision， （d）  recall.
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构上效果最佳，F1值可达 0.977 2，仅出现一处预

测配对错误；REDfold有多个配对未预测出，F1为

0.860 7；sincfold、TransUfold 和 Ufold 表现出明显

差异，F1分别为 0.676 4、0.425 0和 0.392 9 （预测

错误如箭头所示）。

如图8所示，RMDfold在长序列预测中具有更

高的准确率，在环状结构、茎环结构和非典型碱基

对 G-U 预测也表现出更优的性能。RMDfold 在预

测 Prev.rumi._TRW-264731 样本二级结构上效果最

佳，F1值可达0.967 7，仅出现两处预测配对错误；

REDfold出现多处预测错误，导致其在茎环结构预

测方面出现严重失真，F1为0.874 4；sincfold预测

的环状结构长度高于真实值，F1 为 0.790 9；而

TransUfold未准确预测出真实的环状结构，并且在

茎环结构预测方面也出现失真情况，F1为0.840 7；

Ufold与REDfold预测相似，但出现更多的预测错

误，F1为0.779 2（预测错误如箭头所示）。

Table 8　Performance of different methods on the bprna-new dataset

Model

Ufold

REDfold

TransUfold

sincfold

RMDfold

precision

0.427 4

0.433 3

0.311 4

0.466 1

0.536 5

recall

0.287 2

0.352 8

0.320 6

0.203 2

0.318 7

F1

0.325 7

0.374 4

0.309 4

0.264 8

0.382 8

MCC

0.052

0.379 9

-0.225 7

0.293 3

0.401 5

Fig. 6　Visualization of prediction metrics of different methods across different mean sequence lengths ranges
（a）  F1， （b）  MCC， （c）  precision， （d）  recall.
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Fig. 8　Secondary structure comparison for sample Prev.rumi._TRW-264731
（a）  Ground truth， （b）  RMDfold= 0.967 7， （c）  REDfold= 0.874 4， （d）  sincfold= 0.790 9， （e）  TransUfold= 0.840 7， （f）  

Ufold = 0.779 2.

Fig. 7　Secondary structure comparison for sample AE016830.1_3 201 675
（a）  Ground truth， （b）  RMDfold F1 = 0.977 2， （c）  REDfold= 0.860 7， （d）  sincfold = 0.676 4， （e）  TransUfold= 0.425 0， （f）  

Ufold= 0.392 9.
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3　讨 论

本研究提出RMDfold RNA二级结构预测模型，

在多个公开数据集上的预测准确率均优于经典模

型，实现出更高的预测精度。尤其是在假结预测和

长序列预测任务中，该模型同样展现出较强的泛化

能力和稳定性。此外该模型所需参数最少且推理速

度最快，有效提升模型的实用性。

本研究在 RNAStralign、ArchiveII 和 bpRNA-

new 三个公开数据集上对模型进行系统评估。

RNAStralign是目前被广泛使用的基准数据集，提

供高质量的序列和结构信息，常被用于模型的训练

与性能评估；ArchiveII作为一个包含多种RNA家

族和复杂结构的数据集，在检验模型泛化能力和复

杂 结 构 预 测 能 力 方 面 具 有 重 要 意 义 ， 基 于

RNAStralign-ArchiveII 的 评 估 方 案 已 被 广 泛 使

用［29-31］；bpRNA-new 包含其他数据集中未覆盖的

RNA家族序列，被广泛用于验证模型在未知家族

预测的稳定性与鲁棒性。因此，通过这三个数据集

的综合评估，可全面分析RMDfold在RNA二级结

构预测中的预测能力。

RMDfold模型基于一维-二维建模框架［31］，不

同于UFold和REDfold等方法需要在一维-二维转换

中依赖预处理或人工设定，RMDfold可在训练过程

中完成从一维表示到二维表示的学习。此外，相比

于需要通过约束优化来修正预测结果，RMDfold只

需简单的激活选择即可得到最终接触矩阵。因此，

RMDfold只需最少的物理假设就可准确预测结构。

RMDfold 模型基于 Dense 和 resMamba 模块进

行特征提取。Dense在特征融合方面优于常规CNN

和残差结构。与普通CNN相比，Dense引入跨层密

集连接，使得浅层提取的局部特征能够直接传递到

深层，有效缓解梯度消失问题并增强特征的多样

性［47］；与残差结构相比，Dense不只是进行简单的

跳跃连接，而是将所有前层特征级联用于当前层输

入，从而实现更充分的信息重用与融合，提高模型

在捕捉局部序列模式时的能力［48］。另一方面，

resMamba结构中Mamba在处理长程依赖方面优于

CNN和Transformer。CNN通过扩大感受野提取长

程信息，但在一定程度上会增加模型运行成本；

Transformer 依赖全局自注意力机制建模任意位置

间的依赖关系，但其计算复杂度较高［33］，资源开

销大，特别是在长序列任务中容易受限。而

Mamba采用高效的状态空间建模策略，能够以线

性复杂度捕捉长距离序列信息，在保持全局感知能

力的同时降低计算负担［49］。通过将Mamba替换为

CNN或Transformer进行结构预测，替换后的模型

在长序列预测中准确率均低于Mamba模型，CNN

模型的参数量为 5 723 137，约为Mamba模型的两

倍，预测速度为0.027 0 s；Transformer模型的参数

量为 2 840 417，略低于Mamba模型，但预测速度

为0.197 8 s，远高于Mamba模型。

本研究仍有一些局限性。a. 本研究主要使用了

比对同源序列生成的数据集，可能会导致RNA结

构预测存在一定的偏差。后续将使用高通量数据集

进行研究，进一步提高模型的预测准确性。b. 本研

究仅根据序列预测RNA结构，未考虑温度、盐浓

度等其他因素对RNA结构的影响。后续将使用多

模态数据，进一步提升模型的鲁棒性和可靠性。c. 

本研究提出的模型在面对训练集中未覆盖的RNA

家族时，其泛化能力显著下降。这种局限源于模型

主要学习的是训练集中的特征，对于陌生的序列分

布缺乏足够的建模能力。后续将考虑对比学习等自

监督策略［50］，通过最大化相似结构之间的表示一

致性、最小化不同结构的距离，提升模型对结构通

用特征的提取能力，进而增强其对未知RNA家族

的泛化能力。

4　结 论

本研究提出的 RMDfold 模型在二级结构预测

中显示出良好的预测性能。同时，模型所需参数最

少且推理速度最快，表现出较好的计算效率与实用

性。该模型为揭示RNA分子的正常功能提供了有

力支持；并为疾病相关变异机制解析、RNA靶向

药物设计以及进化与比较基因组学研究奠定了重要

结构基础。

数据可用性声明数据可用性声明 本研究主要源代码可在 https：//

github.com/haozezhou98/RMDfold_code获取。
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Graphical abstract

Abstract　Objective Non-coding RNA (ncRNA) plays a crucial regulatory role in various biological processes. 

Numerous studies have shown that the functions of ncRNAs depend not only on their nucleotide sequences but 

also closely on their spatial conformations, particularly their secondary structures. Traditional methods for 

predicting RNA secondary structures often have low accuracy, usually around 50 to 70 percent, and their 

performance further declines when dealing with complex structures or long sequences. Although deep learning 

methods have improved prediction performance to some extent, they still face challenges such as high model 

complexity, difficulty in capturing long-range dependencies, and poor generalization in predicting complex 

structures. Therefore, it is necessary for RNA secondary structure prediction to develop new methods. Methods 

This study proposed an end-to-end prediction model RMDfold, which employed a feature extraction strategy 

combining residual Mamba (resMamba) and dense connections (Dense). The model framework consisted of three 

modules: one-dimensional (1D) modeling, feature mapping, and two-dimensional (2D) modeling. For the 1D 

modeling module, the model learned contextual dependencies among nucleotides from RNA sequences, providing 

the foundation for possible base-pairing; for the feature mapping module, the 1D features were projected into a 

2D space to form a constraint matrix that represented potential base-pairing relationships; for the 2D modeling 

module, the model further learned the pairing patterns between nucleotides, and determined the unique pairing of 
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each nucleotide through pairing constraints, to obtain the final secondary structure. For both 1D and 2D modeling 

modules, a four-layer Dense block composed of batch normalization, ReLU activation, and convolution was used 

to extract short-range features; and a dual-branch residual structure resMamba based on a state-space model was 

used to model long-range dependencies, thereby achieving effective integration of short- and long-range features. 

To validate the effectiveness of the proposed method, it was compared with Ufold, REDfold, TransUfold, and 

sincfold on the three public datasets RNAStralign, ArchiveII, and bpRNA-new.Results The proposed RMDfold 

method demonstrates superior performance compared with existing algorithms in structure prediction, pseudoknot 

prediction, sequence prediction across varying lengths, and model complexity analysis, while requiring fewer 

parameters and achieving faster inference. For the structure prediction, the method achieved F1, Matthews 

correlation coefficient (MCC), precision and recall of 0.973 5, 0.973 1, 0.975 6 and 0.972 3 on RNAStralign, 

0.854 3, 0.855 6, 0.874 7 and 0.876 2 on ArchiveII, and 0.382 8, 0.401 5, 0.536 5 and 0.318 7 on bpRNA-new, 

respectively. For the pseudoknot prediction based on ArchiveII, the model achieved F1, MCC, precision and recall 

of 0.741 4, 0.743 3, 0.752 5 and 0.739 6. For the sequence prediction across different lengths, RMDfold 

maintained an accuracy of 0.70 for sequences ranging from 200 to 500 nt. In terms of model complexity, 

RMDfold required 2.886 7 M parameters and achieves an inference speed of 0.026 0 s. Conclusion RMDfold 

enables highly accurate prediction of RNA secondary structures. It helps to deeply and comprehensively reveal the 

central roles of RNA molecules in gene expression regulation, molecular recognition, and catalysis. and also 

provides important structure support for elucidating disease-related variant mechanisms, designing RNA-targeted 

drugs, and advancing research in evolution and comparative genomics.

Key words　non-coding RNA, RNA secondary structure, residual Mamba, dense connections, deep learning
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