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摘要 生物医学数据的积累速度史无前例，为生物医学研究带来机遇的同时，也让传统数据分析技术面临巨大挑战．本文综

述了深度学习方法应用在生物医学数据分析中的最新研究进展．首先阐述了深度学习方法，列举深度学习方法的主要实现模

型，随后总结了目前生物医学数据分析中的深度学习方法应用情况，分析了在数据处理、模型构建和训练方法等方面共有问

题的解决方法，最后给出了深度学习方法应用于生物医学数据分析时可能存在的问题及建议．
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自 1970年 Sanger测序法出现，随着高通量组
学技术(high-throughput omics technologies)的蓬勃发
展，生物医学正加速进入大数据时代．其中以基因

组为代表的组学数据的积累速度史无前例．近年著

名 的 生 物 数 据 项 目 有 千 人 基 因 组 计 划

(1000Genomes) [1]、 DNA 元 件 百 科 全 书 计 划

(ENCODE) [2]、表观组学路线图计划 (Roadmap
Epigenomics Program) [3]、细胞印记整合网络数据

(LINCS)[4]、基因表达数据库(GEO)[5]、癌症基因组

图谱计划(TCGA)[6]等．

借助生物医学多组学、多层次的海量数据，人

们可以从前所未有的广度和深度来研究生物体运行

机制，这对深入探索人类疾病的分子机理、推动个

体化精准医疗[7-8]有重大意义．但海量复杂数据带

来的挑战同样巨大：一方面要处理的生物医学数据

维数更高、要求模型有更强的学习适应能力；另一

方面生物医学大数据更加分散破碎，数据结构复

杂，常常要整合不同类型的信息[9]，如基因组、蛋

白质组和临床研究的数据等．这些问题都对数据特

征提取提出了更高的要求．因此在生物医学大数据

时代，统计分析方法及数据挖掘方法都面临巨大的

挑战．

近年来，深度学习方法[10]得到广泛应用，已经

在图像识别 [11-12]、语音识别[13-14]等领域取得了令人

瞩目的成果．作为机器学习中的重要方法之一，由

于其强大的自动特征提取、复杂模型构建以及图像

处理能力，非常适合处理生物医学数据分析所面临

的新问题，引起了生物医学领域研究人员的广泛关

注．深度学习方法从人工神经网络模型发展而来．

通过组合多个非线性处理层对原始数据进行逐层抽

象，从数据中获得不同层面的抽象特征并用于分类

预测．与传统机器学习方法相比，具有以下三个特

点：a.“深层”模型架构．深度学习模型的多层结
构与动物的视觉处理系统极为相似[15]．与其他浅层

模型，如支持向量机 (support vector machine，
SVM)等相比，深度学习模型拥有更多的隐层，包
含更多的非线性变换，这使得深度学习拟合复杂模

型的能力大大增强．b．多层数据特征表示[16]．深

度学习模型以数据的原始形式作为输入，之后将当

前层的输出作为下一层的输入，逐层堆叠，由此归
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纳得到更高级的特征表示，从而能够刻画复杂数据

结构．c．无监督学习．深度学习模型在训练中加
入无监督学习过程，通过预训练获得良好的模型初

值，能有效提升训练效果，另外无标签数据加入训

练也增加了可用数据的规模．

本文首先介绍深度学习中最重要的几种模型及

深度学习模型的构建和训练过程，再分别列举介绍

医疗数据和生物数据分析中现有的深度学习应用，

之后总结分析现有应用在数据处理、模型构建和训

练方法上的共同点及遇到的问题，最后分析未来生

物医学领域深度学习可能的应用场景．

1 深度学习方法

深度学习方法包含多种深度模型，其中通用模

型以深度信念网络模型 (deep belief networks，
DBN) [17] 和 堆 叠 自 动 编 码 器 模 型 (stacked
auto-encoder，SAE) [18]为代表，另外有用于图像处

理的卷积神经网络模型 (convolution neural nets，
CNN)[19]和用于序列数据处理的循环神经网络模型

(recurrent neural nets，RNN)[20-23]．除此之外，近年

来还出现了多种新的深度模型，如由经典模型衍生

而来的随机生成网络模型 (generative stochastic
Network，GSN) [24]、基于独立子空间分析网络

(independent subspace analysis network，ISA)形成的
堆叠网络模型 (stacked ISA) [25]、由和积网络

(sum-product network，SPN)衍生而来的堆叠网络模
型(stacked SPN)[26]等．

上述模型中， DBN、SAE和 CNN模型在生物
医学数据分析中应用最为广泛，并且其模型结构、

训练过程等具有一定的代表性．本节以这三种深度

学习模型为例，详细介绍深度模型的基本单元、构

建过程和训练过程，如图 1所示．
1援1 深度信念网络 DBN

DBN于 2006年由 Hinton等[17]提出，由多个限

制波尔兹曼机(restricted boltzmann machine，RBM)
作为基本单元堆叠而成．单个 RBM包含可视层和
隐藏层，两层之间双向连接，其中可视层同时作为

输入输出复用，其拓扑图见图 1a．RBM模型使用
对比散度算法(contrastive divergence)对无标记样本
进行训练，属于无监督学习算法．最终训练完成的

模型能够从隐藏层数据反向还原可视层数据，即隐

藏层是可视层数据的抽象表达．

DBN 构建过程如下：首先训练得到第一个
RBM，随后冻结模型的权值并将其隐藏层作为下

一个 RBM模型的可视层，用同样的方法可训练得
到第二个 RBM．依次类推，可以得到多个 RBM．
将多个 RBM按顺序堆叠在一起便构成一个深度玻
尔兹曼机(deep boltzmann machine，DBM)模型．此
时模型的输出将是输入数据经过多次抽象后得到的

多层抽象表示，也就是模型自动学习到的数据特

征．若将此特征作用于分类器，通常能得到好的分

类结果．在 DBM的顶端加入“联想记忆”层，则
构成 DBN 模型．如果在 DBN 第一层之前加入卷
积处理层，可得到卷积深度信念网络模型

(convolution DBN)．该模型已成功应用在人脸识
别[27]、音频分类[28]问题中．

1援2 堆叠自动编码器 SAE
SAE由 Bengio 等[18]提出，其基本元件是自动

编码器(Auto-encoder，AE)．AE包含输入层、隐藏
层和输出层，三层之间逐级连接，其拓扑图见图 1a.
AE模型将训练目标设为拟合输入数据，即设定网
络输出等于输入，随后使用反向传播算法训练．虽

然 AE模型的训练过程基于有监督学习算法，但并
不要求原始数据有分类标签，因此整个训练过程仍

是一个无监督学习过程．若在训练中加入稀疏惩罚

项，即对网络中被激活单元的个数加以限制，便构

成稀疏自动编码器(sparse AE) ，如果训练中在输
入数据中加入随机噪声，便构成去噪自动编码器

(denoising AE)[29]，这两种模型在实际中往往能学到

更好的数据特征．

SAE的构建过程与 DBN类似，模型构建过程
见图 1b．训练得到第一个 AE 后，将其隐藏层作
为输入，用同样的方法可训练第二个 AE，依次类
推可训练得到多个 AE．依次将多个 AE堆叠在一
起，便构成 SAE模型，此时 SAE的最后一层是输
入数据经过多次变换处理后得到的抽象特征．最后

再根据问题不同设定，连接不同的输出层，通过有

监督学习算法训练输出层的权值，从而得到最终分

类结果．

1援3 卷积神经网络 CNN
CNN由 Lecun等[19]提出，主要用于图像处理、

图像识别等领域，如大规模图像识别深度学习网络

GoogLeNet[30]和 Adam [31]等．CNN 的基本思想源于
对猫视觉神经 [32]的研究，其中感受野 (receptive
field)原理的发现对 CNN 模型意义重大．CNN 的
关键思想在于多层堆叠、区域连接、权值共享和池

化(pooling)．
CNN模型由多个“stage”堆叠而成，每一个
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Fig. 1 Architecture, construction process & training process of deep learning
图 1 深度学习模型的基本架构、构建过程和训练过程

(a) 4个子图分别为组成 SAE、DBN、Stacked ISA和 CNN 4个深度学习模型的基本单元. (b)由 AE构建 SAE模型的过程，其他深度学习模

型的构建过程与之相似. (c) SAE、DBN、Stacked ISA和 CNN 4个深度学习模型的训练过程，可基本代表现有深度学习模型的训练过程．

基本元件“stage”的拓扑结构如图 1a所示，它包
含一个卷积层和一个 polling层，卷积层能捕捉图
片中的区域性连接特征，且应用了权值共享原理，

使模型要训练的参数个数大大减少．pooling层将
相邻的多个节点合并为一个来合并相似特征，进一

步减小训练的数据量．构建多个“stage”后，将它
们堆叠在一起，在模型末端加入多个全连接层和分

类器便构成了 CNN，最后用有监督方式对 CNN整
体进行训练．

2 生物医学数据分析中的深度学习应用

在可预期的将来，深度学习方法将在生物医学

研究领域中得到越来越广泛的应用．近年已有许多

研究团队尝试将深度学习方法应用在生物医学数据

分析处理中，为进一步的研究工作提供了重要的指

引．本节分别从医疗数据和生物数据两个方面，简

要介绍近年来深度学习应用方面的研究进展，具体

工作见表 1．
2援1 医疗数据分析中的深度学习应用

2援1援1 疾病诊断

疾病诊断是深度学习在医学上的主要应用之

一．它基于患者的疾病相关数据，通过深度学习模

型预测异常病变或发病风险，进行疾病的辅助诊

断．自动化的疾病辅助诊断能更快地处理数据，能

为医师提供参考，且其判断不易受到主观因素的干

扰，在减轻医师工作负担的同时提升效率和诊断准

确率．自动疾病诊断包括疾病诊断、疾病分类和疾

病分级等方面．

2011 年，宾夕法尼亚大学 Wulsin 等 [33]使用

DBN对脑电波波形图建模，进行人类脑部异常检
测，此方法比 SVM拥有更快的速度，从而具有更
好的实时性．2014 年，Chakdar 等 [34]使用 DBN 进
行基于子宫抹片检查的低级别鳞状上皮内病变(low
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2援1援2 医学图像处理

医疗机构的医学图像产出量巨大，图像数据往

往包含大量潜在信息．目前主要依靠人工判读分

析，效率较低且能挖掘到的信息有限，无法充分利

用数据资源．深度学习在图像处理领域的优异表现

为医学图像的自动化处理提供了新方法．目前深度

学习在医学图像中主要应用于临床图像分类，关键

目标发现和图片自动分割等方面．

2013 年，Cruz-Roa 等 [46]将深度模型用于图像

中肿瘤细胞的自动发现，该模型的准确率相比传统

方法有 7%的提升，对癌症自动诊断有重要意义；
同年，Carneiro等[54]使用定制深度模型从超声波数

据中追踪左心室心内膜，在超声波数据的自动分析

应用方面取得良好的结果．2012年，瑞士 Cire拶 an
等[55]将 CNN用于乳腺癌细胞图片中有丝分裂的自
动寻找，该模型的准确率远远超过了以往方法，赢

得 当 年 ICPR (international conference pattern
recognition)竞赛的冠军．

医学图像分割是医学图像处理的基础，对后续

的病症定量分析、组织三维可视化及治疗方案的制

类别 时间 问题 所用模型

疾病诊断 2014～2015 AD/MCI分类[38, 40-44] SAE/DBN

2013～2014 癌症 /肿瘤诊断[34, 45-47] CNN/SAE/DBN+SVM

2011、2014 脑部疾病诊断[33, 36, 48] SAE/CNN/DBN

2015 核性白内障分级[49] CNN+SVM

2014 慢性胃炎诊断[50] DBN

医学图像处理 2013～2014 医学图像自动分割[51-53] Stacked ISA/CNN

2013 图像关键点发现[46, 54-55] CNN/DBN/CNN

2015 MRI图像重构[56] SAE

医学数据建模 2013～2015 脑发育、脑回路建模[57-62] DBN/CNN

2013 情绪分析[63] DBN

蛋白质结构预测 2014～2015 二级结构预测[64-66] SAE/DBN/SAE

2012、2014 三级结构预测[67-70] DBN/3D NN/GSN/DST-NN

2015 基于模板的结构预测[71] DBN

测序数据处理 2015 DNA标注[72] DNN(Deep NN)

2014～2015 RNA可变剪切分析[73-74] SAE+DNN

2015 非编码 RNA发现[75] lncRNA-MFDL

表达谱数据分析 2013～2015 基于表达谱的亚型鉴定[45, 76-77] DBN/SAE

其他 2015 药物设计与发现[78] DNN

2014 蛋白质模型质量评估[79] SAE

grade squamous intraepithelial lesion，LGSIL)诊断，
该方法能从抹片图像中自动提取特征进行疾病诊

断，实验中，DBN提取出的特征和原始特征共同
用于 SVM模型，可使分类准确率达到 100%．

2015年，新加坡 Gao等[35]结合使用 CNN和递
归神经网络(recursive NN)，基于眼部检查图像对核
性白内障进行严重程度分级，深度学习方法打破了

该领域之前的记录．2014 年，约翰霍普金斯大学
的 Yang等[36]采用 SAE模型对脑部核磁共振图像建
模，进行小脑运动失调症的分类，其分类准确率可

达 97%．
此外值得一提的是深度学习在阿尔茨海默病

(Alzheimer disease，AD)研究中的大量应用．轻度
认知障碍 (mild cognitive impairment，MCI)是 AD
的早期症状，但并非所有的 MCI都会发展成 AD，
因此判断 MRI患者的类型及预测医疗干预的效果
十分重要．近几年来，美韩两国的多家研究机构都

使用深度学习模型，基于核磁共振成像 MRI和正
电子发射断层扫描图 PET，进行 AD/MCI分类研
究[37-41]，其分类效果十分突出．

Table 1 Applications of deep learning in biological and medical data analysis
表 1 生物医学数据分析中的深度学习应用
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定都十分重要．2013年，芝加哥大学 Aytekin Oto
等[51]使用 Stacked ISA模型进行前列腺核磁共振图
像的自动分割，此模型能够自动从核磁共振图中分

割出前列腺部分，使用深度学习方法获得的抽象特

征代替以往手工设计的特征，明显提升了图片分割

准确率．同年，哥本哈根大学 Prasoon等[52]结合使

用 3 个二维 CNN 来处理膝盖软骨组织的三维图
像，并对其自动分片，该模型的实验结果超过了直

接使用图像三维特征的模型．2014 年，Song等 [53]

使用 CNN模型进行宫颈细胞图片的质核分离，达
到 91.34%的准确率．
2援1援3 医学数据建模

深度学习也被应用于医学数据建模．相比疾病

诊断，建立模型的问题更加困难但更有意义，其处

理对象多为复杂结构或复杂过程，好的模型会有更

加广泛的应用．例如疾病发生发展过程模型对相关

疾病的分析、监测及预防等都有帮助．

2013年，密苏里大学 Wang等[63]用 DBN对生
理数据建模来预测人的情绪，该模型以普通人体体

征数据为输入，情绪预测准确率与采用专家设计特

征的浅层模型相当，但无需处理的数据作为输入使

其更适合大数据问题．2014年，Nguyen等[79]基于

SAE设计了 DL-PRO 模型对蛋白质结构预测模型
的质量进行评估，其实验效果超越了该领域之前的

最优结果．

深度学习还广泛用于脑部问题建模．2014年，
Brosch等[58]又结合使用三个 DBN对大脑形态变化
建模，该模型能自动捕捉脑部病变前兆，对脑部疾

病的预测预防有重要意义．同年，Zhang等[59]使用

深度 CNN，以多模态核磁共振(MR)图像作为输入，
对婴儿脑部发育图片中的灰质和白质自动切割，该

模型还能根据图片信息区分婴儿大脑的发育阶段．

2援2 生物数据分析中的深度学习应用

相比医学问题，生物学中问题模型复杂，数据

量更庞大．目前，深度学习技术主要被用在蛋白质

结构预测、测序数据处理和表达谱数据处理三个方

面．深度学习在生物数据分析中的优秀表现为探究

生物序列和分子结构与疾病的关系提供了新技术．

2援2援1 蛋白质结构预测

蛋白质结构预测极其重要却又十分复杂，基因

组测序的完成揭示了大量蛋白质的氨基酸序列，但

如何从氨基酸序列推导出蛋白质的高级结构却仍然

没有取得明显突破．蛋白质的高级结构对深入研究

蛋白质的理化性质和作用机理十分重要．目前，深

度学习模型主要被用于间接预测蛋白质高级结构，

典型的方法有通过氨基酸序列预测蛋白质的二级结

构、三级结构或预测响应蛋白质所属模板．

对二级结构预测，2015 年，澳大利亚 Lyons
等[64]使用 SAE模型，通过氨基酸序列预测其主干
角度和二面角，该模型表现十分优秀．同年，

Spencer等[65]综合使用三个 DBN模型预测蛋白质的
二级结构，该领域研究者之前普遍认为 80%是这
一问题的准确率极限，但 Spencer等的模型准确率
达到了 80.7%．

对三级结构预测，2012年，美国 Di Lena等[67]

使用多个深度模型，通过三个阶段的优化，来解决

蛋白质三级结构预测问题，该模型准确率达到

30%，之前该领域的普遍结果仅有 20%准确率．之
后，Di Lena等[68]又将时间概念引入蛋白质结构预

测，通过在空间和时间两个维度上构建深度模型来

预测蛋白质三级结构，相比传统方法有 30%的提
升．2014年，普林斯顿大学 Zhou等[69]对基于 GSN
模型做出修改，将其由生成模型改为区分模型并加

入卷积处理过程，来处理蛋白质三级结构预测问

题，该模型在同一个测试集上的表现比之前的最好

结果准确率高出 2%．
模板法预测蛋白质结构是通过比较新蛋白与一

系列已经被研究清楚的“模板”蛋白的相似性，来

预测新蛋白质结构的方法，该方法目前被广泛使

用．2015年，Taeho等[71]使用 DBN模型预测两个
氨基酸序列是否对应同一“模板”，并依此来预测

蛋白质结构，准确率最高可达 91.2%．
2援2援2 测序数据处理

2014 年，多伦多大学 Frey等 [73-74]通过构建深

度神经网络，分析 mRNA的组织特异性剪切模式
及可变剪切与人类疾病的关系，该模型的表现优于

同一团队之前采用贝叶斯网络的结果．2014 年，
Fan等[75]基于深度学习算法构建了 IncRNA-MFDL，
用来自动识别非编码 RNA，为高通量测序成果的
后续分析提供了更加有力的方法．

2015 年，Quang 等 [72]建立了一个五层深度网

络，将基因突变的相关特征作为输入，来判断它是

否为致病基因，该模型对编码区和非编码区的序列

数据均有效，相较之前的 SVM模型，其 AUC有
0.09的提升．2014年，加拿大滑铁卢大学 Ibrahim
等[77]通过构建深度模型，根据基因表达数据来寻找

对疾病预测具有最大区分度的基因，相比传统方

法，在不同病症上有 6%～10%的准确度提升．
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2援2援3 表达谱数据分析

2013年，Fakoor等[45]使用 SAE模型通过分析
基因表达数据进行癌症诊断，该模型不仅对不同组

织器官的数据均适用，且能够通过训练获得不同癌

症数据的通用特征．2014 年，加拿大滑铁卢大学
Ibrahim等[77]通过构建深度模型，根据基因表达数

据来寻找对疾病预测具有最大区分度的基因，相比

传统方法，在不同病症上有 6%～10%的准确度提
升．2015 年，Liang等 [76]设计了多模型 DBN 用于
不同平台癌症数据的聚类，该模型不仅能对卵巢癌

和肺癌实现准确的亚型分类，且发现了 miR-29a的
表达水平与癌症患者存活时间之间的密切关系．

3 深度学习模型构建及训练

3援1 模型构建

选择合适的深度模型很重要．在现有工作中，

SAE和 DBN模型应用最广泛，因为它们能很容易
地被应用在不同类型问题和数据上，且能保证得到

较好的结果．CNN模型主要被用于图片数据，另
外也有研究者选择最新的深度模型(如 GSN 等)．
此外，组合不同类型浅层模型来构建特别的深度模

型有时也会有出人意料的效果．例如有研究者将卷

积处理过程加入 DBN模型 [27-28]使其可用于图像处

理，而 Wu等[60]的工作则是在 CNN之前加入非监
督学习过程，使模型能自动学习数据特征．另外有

研究者将以前使用的浅层模型堆叠在一起构成新的

深度模型，如 Stacked SPN[26]、Stacked ISA[25]等．

对某些复杂的生物医学问题，单个深度模型无

法直接使用或者训练效果不佳．这时可以组合多个

深度模型来构建更庞大、深层、复杂的深度模型解

决方案．Heffernan 等 [66]通过构建多个深度模型，

同时预测蛋白质结构相关的三个参数并基于上一轮

的结果不断迭代，最终得到较好的预测结果；

Prasoon 等[52]则对三维图像分别从 x-y、x-z、y-z 三
个维度构建 CNN模型并相互结合来进行三维图像
分析，其表现优于直接使用图像三维特征建模．另

外，通过引入不同维度的空间和时间数据，将深度

学习模型在多个维度上组合可构建更复杂有效的模

型，如空间上三维加时间上一维的模型可用于气象

预报、机器人运动轨迹预测等，这种模型构建方式

在生物医学数据分析中也大有可为．

实际应用中，若问题模式明确且并无明显特

征，可考虑先采用经典深度学习模型进行学习，之

后根据问题演变及训练效果调整模型．若已经明确

为图像数据分析，则最好使用 CNN模型．若研究
者在之前工作中有熟悉的浅层模型，则可尝试搭建

自己的深度学习模型．总之，如果研究者面对的问

题较复杂，那么应先理清思路，将目标问题拆分为

多个适合深度模型处理的小问题，之后通过在多个

维度上组合不同的深度学习模型来进行研究．

3援2 模型训练

深度学习由神经网络模型发展而来，其训练方

法也继承了原有训练方法，即反向传播训练方法和

随机梯度下降方法，其主要不同在于无监督学习作

为预训练的广泛使用．2010年，Martens等[80]设计

的 Hessian-free(HF)优化算法也可用于深度模型训练.
在训练过程中，深度学习模型用于控制模型结

构和训练过程的超参数(hyper parameters)明显多于
其他机器学习方法．重要的超参数包括隐藏层节点

个数、激活函数选择、无监督或有监督过程、学习

速率、训练次数、稀疏系数等．超参数的配置直接

影响深度模型的训练效果，因此需要找到适当的超

参数配置来进行训练才能得到最好的结果，目前这

一问题主要依靠经验．但研究者也在积极寻找解决

方案，如 Snoek等[81]提出的超参数自动优化方法，

可根据当前训练结果和训练历史自动在超参数空间

中搜寻最优超参数配置，避免了繁琐且盲目的手动

调节过程．

如果在输入数据中加入随机噪声进行训练[82]，

可以得到更加鲁棒的模型，这一特性非常适合数据

噪声和缺失较多的生物医学问题．此外，深度学习

在小数据集上容易出现过拟合问题．对此，一种有

效的方法是 Hinton等[83]提出的 Dropout技术，通过
在训练过程中随机剔除神经元并查看结果，能够有

效避免过拟合问题且能达到集成训练的效果．深度

学习模型复杂且参数规模庞大，实际训练中比较耗

时，因此最好使用图形处理器(GPU)或大规模并行
系统进行并行加速．

3援3 深度学习应用的步骤

若采用深度学习技术解决生物医学大数据分析

问题，首先应进行数据预处理，由于深度学习模型

对输入数据的预设要求更低，因此预处理过程相比

传统模型要简单，随后构建深度模型，针对具体问

题使用不同的模型扩展及组合方法．最后训练深度

模型，从原始数据中提取更高级的数据特征，提取

到数据特征之后，可直接将其输入分类器进行分

类，也可将其和原始信息一同作用于分类器．已有

的实验表明，将处理后特征信息和原始数据信息共
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4 展 望

在传统生物医学数据分析中，一般将各领域专

家手工提取的特征作为模型输入，大数据情境中这

种方法存在两个问题：a．生物医学数据的特征集
往往依赖数据集，例如基因表达数据的特征依赖具

体的组织器官，因此实际应用中要对不同数据集分

别提取特征．b．人工提取特征依赖先验知识，很
难提取到潜在的复杂特征，而这类特征往往对分类

至关重要．数据特征提取已逐渐成为生物医学数据

分析的瓶颈，而深度学习方法能够很好地应对．

此外，一方面生物医学中有大量医疗影像数

框架名称 语言接口 分布式支持 首发时间 实现模型

DeepLearnToolbox[85] MATLAB 不支持 2011 SAE/DBN/CNN

Theano[88] Python 不支持 2011 无

Caffe[86] C++ / Python / MATLAB 不支持 2013 CNN

Torch[87] Lua 不支持 2013 SAE/DBN/CNN/RNN

DeepLearning4j[91] JAVA 支持 2013 SAE/DBN/CNN

TensorFlow[92] C++ / Python 不支持 2015 SAE/DBN/CNN/RNN

Keras[89] Python 不支持 2015 CNN/RNN

MXNet[93] Python / R / C++ / Julia 支持 2015 CNN/RNN

所有框架均支持 GPU加速, TensorFlow只支持 Linux，其余框架都支持Windows和 Linux两种平台.

同作为模型输入将得到更好的表现[34]．

此外，值得一提的是图像处理中的“迁移学

习”，即使用通用图像数据训练模型，并将它用于

另一图像集的处理．如有研究者直接使用在

ImageNet 数据集上训练好的 OverFeat 模型 [84]，从

小鼠脑部发育图片中提取特征[61]，效果很好．这反

映了深度学习模型和人类视觉系统在图像处理中的

共性，“迁移学习”可以解决某些生物学问题中图

像数据不足的困难，同时有效减少了深度学习模型

在应用中的时间花费．

3援4 深度学习工具的使用

目前已有很多深度学习开源框架可供使用，降

低了科研人员使用深度学习技术的门槛，未来还会

有更多的深度学习工具出现．表 2列出了七款笔者
认为最具代表性的深度学习开源框架．

DeepLearnToolbox [85]是 MATLAB 工具包，它
实现了除 RNN之外的所有常见深度学习模型，其
代码简单，适合初学者学习．Caffe 由贾扬清等 [86]

开发，是目前最快的 CNN实现，被广泛应用在计
算机视觉领域，但 Caffe 仅实现了 CNN 模型．
Torch[87]是基于 Lua 语言的深度学习框架，其运行
速度极快，被广泛使用，但 Torch未提供其他语言
接口，因此拓展性差．Theano[88]由蒙特利尔大学开

发，本身是一个可用于 GPU的对多维数组进行高

效运算的 Python 库，被广泛用于神经网络构建，
很多深度学习 Python框架都基于 Theano开发，如
Keras[89]、Lasagne、Pylearn2[90]等． DeepLearning4j[91]

是一款用 JAVA 实现的商用深度学习框架，与
Hadoop和 Spark紧密结合，运行效率高且支持大
规模分布式．TensorFlow[92]是 Google公司的第二代
深度学习框架，实现了所有的主流深度学习模型，

稳定且易用，但目前开源的部分运算效率不高，且

不支持分布式系统．Keras[89]是基于 Theano [88]的二

次开发框架，其设计高度模块化，因此编程效率

高，Keras实现了 CNN和 RNN模型，出现时间短
但发展十分迅速．MXNet[93]是最新出现的 cxxnet的
下一代开源框架，提供多种语言接口，且支持大规

模分布式并行，MXNet的编程效率和运行效率都
相当高．

另外表 2中列出的所有框架均支持 GPU加速，
可大大缩短模型训练所需时间．除 TensorFlow外，
所有模型都同时支持 Windows 和 Linux 平台．模
型训练所需的硬件资源则视问题规模而定，小型深

度网络可用个人电脑训练，而生物学和医学中常见

的大规模问题则要采用计算机集群来应对．另外，

表 2所列仅是各框架的官方版本，实际应用中研究
者可根据需要查找相关框架的改进版本，甚至自己

实现新的深度学习框架．

Table 2 The most popular frameworks for deep learning
表 2 最受欢迎的深度学习框架
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据，如组织切片影像、核磁共振影像、X 光影像
等，包含大量潜在的人体健康数据．这部分数据目

前普遍依赖专家读取和分析，易受干扰且效率不

高，并且人工分析只能对其浅层挖掘，造成数据资

源浪费．深度学习技术，尤其是 CNN模型，在图
片分类、关键部位发现等方面表现优异．经过通用

图像训练得到的深度学习模型可稍加修改应用于生

物医学图像问题，能够更加快速准确地进行疾病诊

断，将成为强有力的生物医学图像分析工具．

深度学习方法借助其无监督学习过程及多层结

构，能自动从复杂原始数据中提取抽象特征．当同

一问题中存在多种数据集时，深度学习能针对不同

数据集提取不同特征，如果同时使用多个数据集，

则能捕捉到问题中有效的通用特征．总之，深度学

习的自动特征提取具有优秀的快速泛化能力，节省

特征提取成本的同时，提升了分类效果，为突破大

数据分析的瓶颈提供了方法．

军事医学科学院伯晓晨课题组曾将深度学习应

用于脑卒中预测及诊断问题，通过调查患者的生活

习惯既往病史等，结合使用颈部血管筛查等自动化

测试数据来预测其患有脑卒中的概率，自动分析技

术与自动检测的对接为自动诊断提供了技术支撑，

在未来大有可为．另外，我们还将探索深度学习技

术在大规模生物数据分析中的应用，如 lincs数据
分析中，多细胞系情境对分析精度有更高的要求，

以前使用的机器学习无能为力，而深度学习技术则

大有希望，基因组序列的分析中原始数据的维数过

高，直接使用则非常耗时，若能采用深度学习技术

先提取抽象特征，则有希望在提高准确率的同时节

省时间．

与以往的机器学习相比，将深度学习应用于生

物医学数据分析也存在一些问题：a．模型不易分
析，这是神经网络模型的通病．即在得到效果优秀

的模型之后，要分析不同数据特征在该模型中的重

要程度并不容易．b．要求大量数据，深度学习模
型由于复杂的模型结构，数据量少时容易出现过拟

合现象，而生物中由于实验费用高，能提供的有标

签数据很少，为深度学习模型的训练增加了困难．

c．运算开销大，深度学习模型规模大，训练时对
内存和 CPU 都有较高要求，且模型训练时间长，
因此对硬件环境要求较高，最好有计算机集群提供

计算资源．

深度学习方法的出现已有多年，但在生物医学

领域的应用大多仍处在入门级，模型简单且层数较

少．这一方面是由生物医学分析技术上固有的滞后

性所决定的，另一方面则是因为缺乏通用的深度学

习框架．目前研究者使用最多的仍是 SAE 和
DBN，但其他深度学习模型也具有相当大的潜力，
如目前广泛用于时间序列处理的 RNN模型很契合
生物序列处理问题的特点，RNN模型在生物医学
数据分析中的潜力需要更多研究者的挖掘．另外，

如果能有一种适用不同类型生物医学问题的深度学

习平台或者框架，则能帮助研究者快速使用深度学

习这项新技术，更好地应对已经到来的生物医学大

数据时代．
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Applications of Deep Learning in Biological and Medical Data Analysis*
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Abstract The rapid accumulation of biomedical data provided unprecedented opportunities for biology and
clinical research, while it also made traditional data analysis technology face enormous challenges. In this paper,
we reviewed recent studies on biomedical data using deep learning. We introduced several recommended deep
learning models and summarized current applications of biological and medical data analysis using deep learning,
including the general procedure, model construction and training process. Finally, we made a discussion on some
issues in deep learning applications.
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