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摘要 癌症具有较高的发病率和致死率，对人类健康具有重大威胁。癌症预后分析可以有效避免过度治疗及医疗资源的浪

费，为医务人员及家属进行医疗决策提供科学依据，已成为癌症研究的必要条件。随着近年来人工智能技术的迅速发展，

对癌症患者的预后情况进行自动化分析成为可能。此外，随着医疗信息化的发展，智慧医疗的理念受到广泛关注。癌症患

者作为智慧医疗的重要组成部分，对其进行有效的智能预后分析十分必要。本文综述现有基于机器学习的癌症预后方法。

首先，对机器学习与癌症预后进行概述，介绍癌症预后及相关的机器学习方法，分析机器学习在癌症预后中的应用；然后，

对基于机器学习的癌症预后方法进行归纳，包括癌症易感性预测、癌症复发性预测、癌症生存期预测，梳理了它们的研究

现状、涉及到的癌症类型与数据集、用到的机器学习方法及预后性能、特点、优势与不足；最后，对癌症预后方法进行总

结与展望。
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癌症具有较高的发病率和死亡率，是人类健康

的巨大威胁［1-3］。2018 年，全世界大约有 1 810 万

癌症新生病例和 960万癌症死亡病例［2-3］。癌症预

后，是指根据病人当前状况对其治疗结果进行预

测。癌症预后分析可以有效避免过度治疗及医疗资

源的浪费，为医务人员及家属进行医疗决策提供科

学依据。癌症预后与基因突变相关，常见的癌症预

后相关的突变基因有 TP53、 KRAS、 BRAF 和

PIK3CA 等［4-7］。对癌症预后相关的突变基因进行

分析，有助于癌症预后研究，并可以为癌症患者的

治疗提供一个参考。癌症预后受多种临床因素影

响，如患者的性别、年龄及其肿瘤分期等［8-10］。常

见的癌症预后方法及相关问题包括癌症易感性预

测、癌症复发性预测和癌症生存期预测。

随着近年来电子计算机技术在医疗诊断中的应

用及测序技术的发展，对癌症的易感性、复发性及

生存期进行自动化预测成为可能［11-14］。一系列开源

数据库（如TCGA和GEO等）提供了大量医疗数

据，创造了构建计算模型以有效进行癌症预后的机

会。医疗数据具有数据量大、模式复杂、个体表达

特异等特点。机器学习方法可以从一系列复杂的医

疗数据集中挖掘重要的模式，极大推动了医疗信息

化发展，使得智慧医疗受到广泛关注。癌症患者作

为智慧医疗的重要组成部分，对其进行有效的智能

预测十分必要。常见的基于机器学习的癌症预后方

法及相关问题包括：a. 基于机器学习的癌症易感性

的预测，即用机器学习方法预测癌症发生的可能

性；b. 基于机器学习的癌症复发性的预测，即用机

器学习方法预测癌症复发的可能性；c. 基于机器学

习的癌症生存期的预测，即用机器学习方法预测癌

症的生存结果。常用的癌症预后相关的机器学习方

法 包 括 COX 比 例 风 险 回 归 、 随 机 生 存 森 林

（RSF）、LASSO回归、人工神经网络（ANN）、贝

叶斯网络（BN）、支持向量机（SVM）和决策树

（DT）等［15-19］。机器学习方法已被广泛应用于癌症
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预后研究中，其可以基于癌症样本数据得出有效和

准确的预后结论［17，20-26］。

本文重点对已有的基于机器学习的癌症预后方

法进行综述。第1节对机器学习方法与癌症预后进

行了概述，包括癌症预后分析、相关机器学习方法

及机器学习在癌症预后中的应用。第2~4节对基于

机器学习的癌症预后方法进行了详细分析，统计了

近20年来基于机器学习方法的癌症预后相关研究，

并对常用的癌症预后分析方法进行了比较。第5节
对全文进行了总结，并对未来值得关注的研究方向

进行初步探讨。

1 机器学习与癌症预后

机器学习方法与癌症预后的关系如图 1所示，

其可以基于回归分析方法、神经网络分析方法、

SVM分析方法及一些常用的机器学习方法，对癌

症患者的 mRNA 表达数据、 lncRNA 表达数据、

miRNA表达数据及DNA甲基化数据进行分析，构

建预后模型，获得癌症患者的易感性、复发性及生

存期相关的预后情况。下面分别对癌症预后、机器

学习分析过程及预后相关的机器学习方法进行详细

介绍。

1.1 预后分析概述

癌症预后分析可以对患者的预后风险进行评

估，通过患者的基因表达情况，将患者的预后情况

分为高风险和低风险两类。图 2和图 3所示为癌症

预后分析的一个实例：首先，获得癌症样本和癌旁

样本的分布情况（图2），其中FC表示两种样本间

基因表达值的倍数变化，FC越大则样本间的表达

差异越大，图 2a~c 分别表示 logFC 的绝对值大于

1、大于1.5及大于2时样本表达量的聚类结果，可

以发现 logFC 的绝对值越大，聚类效果越好；然

后，对癌症样本和癌旁样本的表达情况进行分析，

获得差异表达的 mRNA 特征、 lncRNA 特征、

miRNA特征及DNA甲基化特征等；最后，对这些

特征在癌症样本中的表达情况进一步分析，获得癌

症样本的预后情况（图 3），其中图 3a~c分别表示

所有集合、训练集及测试集上癌症样本的预后情

况，图中红线表示高预后风险的样本生存时间分

布，绿线表示低预后风险的样本生存时间分布，可

以发现基于表达值的预后分析在3个集合上都有着

良好的预后效果。

Fig. 1 Schematic diagram of cancer prognosis analysis based on machine learning
图1 基于机器学习的癌症预后分析示意图
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1.1.1 癌症预后分析

癌症预后与基因突变相关，常见的癌症预后相

关的突变基因有 TP53、KRAS、BRAF 和 PIK3CA

等［4-7］。KRAS的突变与胰腺癌的预后有关，其是

导致胰腺癌发生的主要事件，且对胰腺癌的治疗具

有重要意义［4］。TP53的突变与乳腺癌和其他一些

癌症的不良预后有关，TP53突变的确切位置与疾

病的产生有关，故TP53突变的位置可以为疾病的

治疗提供指导［5］；BRAF 的突变与甲状腺乳头癌

（PTC）的预后有关，其可以作为一个预测因子对

PTC患者进行生存风险预测［6］；PIK3CA的突变与

结肠癌的预后有关，在接受结肠癌切除术的患者

中，具有 PIK3CA 突变患者的生存期较其他患者

短［7］。综上，基因突变与癌症患者的预后情况相

关，对癌症预后相关的突变基因进行分析，有助于

癌症预后研究，并可以为癌症患者的治疗提供一个

参考。

癌症预后受多种临床因素影响，如患者的性

别、年龄及其肿瘤分期等［8-10］。在性别方面，男性

更容易患肺癌、肝癌和皮肤癌，而女性更容易患甲

状腺癌、乳腺癌和肾上腺皮质癌［8］。在年龄方面，

癌症患者的存活率与其最初病理诊断时的年龄有

关，某些类型的癌症更容易在较年轻的群体中发

生，如肾上腺皮质癌、宫颈癌、脑部低级别胶质

瘤、嗜铬细胞瘤、副神经节瘤、睾丸生殖细胞瘤和

甲状腺癌等［9-10］。在肿瘤分期方面，分期值越低，

代表肿瘤处于越早期阶段，预后情况越好；而分期

值越高，则肿瘤处于越晚期阶段，预后情况也会

越差［8］。

1.1.2 预后分析类型

随着测序技术与计算机技术的发展，对癌症患

者的预后情况进行自动化和个性化分析成为可

Fig. 2 Schematic diagram of the distribution of samples related to cancer survival prognosis
图2 癌症生存期预后样本分布示意图

（a）样本筛选阈值为|logFC| > 1，（b）样本筛选阈值为|logFC| > 1.5，（c）样本筛选阈值为|logFC| > 2。

Fig. 3 Schematic diagram of cancer prognosis results
图3 癌症预后结果示意图

（a）所有样本的癌症预后结果，（b）训练集中样本的癌症预后结果，（c）测试集中样本的癌症预后结果。
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能［11-14］。一系列开源数据库如 TCGA 和 GEO 等提

供了大量医疗数据，这为人们提供了能构建更强

大、更准确的模型以更有效预测癌症的机会。医疗

数据具有数据量大、模式复杂、个体表达特异等特

点。机器学习方法可以从一系列复杂的医疗数据集

中挖掘重要的模式，极大推动了医疗信息化发展，

使得智慧医疗受到广泛关注［27-31］。癌症患者作为智

慧医疗的重要组成部分，对其进行有效的智能预测

十分必要。常见的基于机器学习的癌症预后方法及

相关问题包括：

a. 癌症易感性的预测，即用机器学习方法预测

癌症发生的可能性（第 2节）。对某些常见癌症，

如胃癌、肝癌、乳腺癌等的发生风险进行有效预

测，得出癌症易感性的高低，为癌症的预防提供一

个参考。

b. 癌症复发性的预测，即用机器学习方法预测

癌症复发的可能性（第 3节）。对癌症患者的术后

复发风险进行有效预测，得出癌症复发性的高低，

为癌症的治疗提供一个参考。

c. 癌症生存期的预测，即用机器学习方法预测

癌症的生存结果（第 4节）。对癌症患者的生存风

险进行有效预测，得出癌症患者生存风险的高低，

为癌症的治疗提供一个参考。

1.1.3 预后分析数据集

a. TCGA数据集。TCGA是一个开源的癌症数

据集，包括 level 1、level 2数据及 level 3三种类型

的数据。level 1和 level 2数据属于测序数据，数据

规模庞大、处理过程复杂且下载权限不易获取；

level 3数据属于表达数据，数据规模较小、处理过

程相对简单且可以免费获取。在基于机器学习方法

的预后分析中，用到的数据类型以 level 3 数据居

多。TCGA 数据的下载地址为 https://portal. gdc.

cancer.gov/。

b. GEO数据集。GEO是一个开源的功能基因

组学数据集，收录了序列数据和阵列数据两种，其

中序列数据通过测序获得，数据规模庞大、处理过

程复杂且下载权限不易获取，而阵列数据通过基因

芯片获得，数据规模较小、处理过程相对简单且容

易获取。在预后分析中，GEO数据可以作为TCGA

数据的外部验证数据集，对预后模型进行有效性验

证 。 GEO 数 据 的 下 载 地 址 为 https://portal. gdc.

cancer.gov/。

c. UCSC Xena 数据集。UCSC Xena 是一个开

源的癌症全基因组数据集，收录了众多数据集中的

数据，包括TCGA、GETx以及 target等，并对其进

行了预处理。UCSC Xena 数据集中的数据以表达

数据为主，数据规模较小且处理过程简单。在预后

分析中，UCSC Xena 数据可以作为 TCGA 数据的

外部验证数据集，对预后模型进行有效性验证。

UCSC Xena 数据集的下载地址为 http://xena.ucsc.

edu/。

d. GENCODE数据集。GENCODE是一个开源

的基因注释数据集，收录了人类和小鼠的基因注释

信息，在提取癌症患者的表达数据时需要用到此类

信息。例如，在进行 TCGA 样本的 mRNA 和

lncRNA表达数据提取时，选择的是GENCODE中

的v19注释数据，这是由TCGA数据注释时的版本

信息所决定的。GENCODE 数据集的下载地址为

https://www.gencodegenes.org/。

1.2 机器学习分析过程概述

机器学习（ML）是人工智能的一个重要分支，

它可以对已有的样本数据进行学习，从而得出推理

的结论［32-34］。ML过程包括两个阶段：第一阶段是

学习阶段，根据给定数据集对系统中的未知依赖关

系进行估计；第二阶段是推理阶段，根据预测的依

赖关系对系统的输出进行估计。ML方法分为有监

督学习和无监督学习两种，有监督学习方法的输入

数据包含标签，而无监督学习方法的输入数据不包

含标签。ML的目标是生成一个用于预测、分类、

评估及其他类似任务的模型。模型生成前，需要进

行数据集划分。模型生成后，需要进行性能评估与

误差分析。

数据集划分过程中应保证训练集和测试集的样

本足够大且相互独立，测试集的标签信息已知。常

用数据集划分方法包括：a. 留出法，将数据集划分

为两个互斥且分布尽量一致的集合；b. 随机抽样

法，将留出法重复多次，随机选择训练样例和测试

样例；c. 交叉验证法，将数据集划分为 k个互斥的

集合；d. 自助法，从数据集中有放回采样m次，获

得包含m个样本的数据作为训练集，那些未被抽到

的数据作为测试集。

性能评估需确定以下几个参数：TP，实际情

况与预后结果均为正样本；TN，实际为正样本，

预后结果为负样本；FP，实际为负样本，预后结

果为正样本；FN，实际情况与预后结果均为负样

本。根据以上4个参数，可以得到下面的性能评估

指标：

a. TPR，即真阳性率，也叫灵敏度，用于评估
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预测出的正样本占所有正样本的比例，定义如下：

TPR = TP
TP + FN （1）

b. FPR，即假阳性率，用于评估预测出的正样

本占所有负样本的比例，定义如下：

FPR = FP
FP + TN （2）

c. TNR，即真阴性率，也叫特异性，用于评估

预测出的负样本占所有负样本的比例，定义如下：

TNR = TN
FP + TN （3）

d. ACC，即准确度，用于评估正确分类的样本

数与总样本数的比值，定义如下：

ACC = TP + TN
TP + TN + FP + FN （4）

e. AUC，用于评估 ROC 曲线下的面积，ROC

曲线的横纵坐标分别为FPR和TPR。

ML在生成分类模型时，会产生训练和泛化两

种错误，训练错误是指训练集上的误分类错误，而

泛化错误是指测试集上的预期错误。ML中常用的

泛化误差分析方法为偏差-方差分解法，即将泛化

误差分解为偏差、方差、噪声之和，对这3种误差

分别进行估计。

1.3 机器学习分析方法概述

ML方法可以从一系列复杂的数据集中挖掘重

要的模式，在预后分析中发挥着重要作用，以下对

几个常用预后相关的ML分析方法进行介绍。

1.3.1 回归分析方法

预后相关的回归分析方法包括COX比例风险

回归分析和LASSO回归分析等［35-36］。COX回归以

癌症患者的生存时间和生存状态为预后变量，分析

预后特征对患者预后变量的影响。LASSO回归是

一种常用的正则化回归方法，通过构造一个惩罚函

数来对患者的预后情况进行有效筛选，得到更为精

炼的预后特征，从而对癌症患者的预后情况进行准

确判断［37］。

COX回归分析又分为单因素COX回归分析和

多因素COX回归分析，单因素COX回归用于确定

单个预后特征对预后变量的影响，多因素COX回

归用于确定多个预后特征协同作用对预后变量产生

的影响。预后相关的 COX 回归分析过程包括：

a. 对癌症数据进行初步分析，获得各个特征的表达

值；b. 用偏似然函数对预后特征进行参数估计；

c. 用Wald检验方法进行假设检验，获得显著的预

后特征；d. 根据预后特征及对应的回归系数，构建

风险预后模型，并用KM方法对模型的预后能力进

行评估。

LASSO回归分析用以减小模型的过拟合。由

方差权衡可知，建立回归模型时的一个重要的任务

是进行变量选择。传统的变量选择方法存在灵活性

差且模型方差高的缺点，基于正则化回归的

LASSO回归方法应运而生。预后相关的LASSO回

归分析过程包括：a. 获得预后特征的表达值；b. 加

入正则项对预后特征进行回归惩罚；c. 将冗余预后

变量的系数变为 0；d. 筛选回归系数不为 0的特征

进行预后分析。

1.3.2 神经网络分析方法

神经网络是对生物神经系统的交互反应进行模

拟，由具有适应性的简单单元组成广泛并行的互联

网络。神经网络各层之间通过权值连接，通过激活

函数对输出进行控制。预后相关的神经网络分析方

法包括人工神经网络 （ANN）、卷积神经网络

（CNN）、深度神经网络 （DNN）、循环神经网络

（RNN）和自编码器（autoencoder）等［38-42］。这些

方法的输入为预后属性，通过权值矩阵和激活函数

对预后属性进行处理，得到患者的预后结果并输

出。其基本结构包括：a. 输入层，对预后特征进行

表示；b. 权值矩阵，位于输入层与隐藏层之间，对

对预后特征进行加权处理；c. 激活函数，位于隐藏

层与输出层之间，用于计算并输出最终的预后结

果；d. 输出层，输出癌症的预后结果。

1.3.3 支持向量机分析方法

SVM 根据患者的预后属性对他们进行分类，

最终将患者的预后结果分为预后好和预后差两

类［43］。超平面被认为是两种预后结果间的决策边

界，两种预后类别处于超平面的两侧。对于线性可

分的癌症预后数据集来说，这样的超平面可能有很

多个，但是使得几何间隔最大的超平面是唯一的。

预后相关的SVM分类过程包括：a. 获得预后特征

的表达值；b. 训练获得合适的超平面，将训练集中

的样本分为预后好和预后差两类；c. 根据训练好的

模型，对癌症样本进行预后分析。

1.3.4 其他分析方法

决策树（DT）方法、随机森林（RF）方法、

K 近邻 （KNN） 方法、半监督学习的协同训练

（SSL co-training）方法与相似网络融合（SNF）方

法也可用于癌症预后分析［44-50］。DT方法根据预后

属性与节点分裂算法建立决策树模型，预后结果由

叶子节点的值确定。RF方法对多个DT的预后结果
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进行集成，做出最终的预后判断。KNN方法对离

癌症样本最近的 K 个邻居样本的预后结果进行分

析，得出该样本的预后结果。SSL co-training方法

用有标记预后样本对无标记预后样本进行标记，得

出其预后结果。SNF方法对不同的预后特征进行计

算并融合，获得统一的相似性网络并进行预后

分析。

2 基于机器学习的癌症易感性预后

基于ML的癌症易感性预测，是指用ML方法

对某些常见癌症，如胃癌、肝癌、乳腺癌等的发生

风险进行有效预测，得出癌症易感性的高低，为癌

症的预防提供一个参考。

2.1 机器学习与癌症易感性预测

ML方法可以对癌症的易感性进行预测。某些

常见的癌症，如乳腺癌、胃癌和肝癌等在特定家族

中有着较大的发病率［51-53］，有必要对这些癌症的易

感性进行有效预测。癌症易感性预测具有重要意

义：a. 有助于揭示癌症的发生、发展及恶化机

制［54］；b. 有助于癌症患者选择恰当的治疗路线及

方法，如携带肿瘤易感基因的患者更容易在某些药

物的影响下发生第二肿瘤，所以应尽量避免这类药

物的使用［55］；c. 有助于携带遗传易感基因的患者

选择合适的防治方案［56］。随着对癌症易感性的深

入研究及ML技术的广泛使用，基于ML的癌症易

感性预测方法逐渐受到关注。该方法对癌症患者的

易感性数据进行学习，获得有效的ML模型，从而

对癌症患者的易感性情况进行预测。癌症易感性预

测是癌症预后的重要组成部分，本文对其相关研究

进行了深入分析。

2.2 基于机器学习的癌症易感性预测研究现状

本文对PubMed上收录的过去20年间发表的癌

症易感性预测相关研究进行统计，检索的关键词是

“maching learning in cancer susceptibility”（表 1）。

可以发现，在过去的20年中，用ML方法对癌症易

感性进行预测的相关研究数量逐渐增长，且增长速

率在近 5年显著提升。其中，2002~2006年间基于

ML的癌症易感性预测的相关研究总数为4，2007~

2011年此数值增长到了10，2012~2016年此数值增

长到了 42，2017 年至今（截至 2021 年 6 月 22 日）

相关研究的数量达到了 141。可以发现，基于ML

的癌症易感性预测在过去的 20年中逐渐受到研究

者的关注，尤其是在过去5年中，此类研究的数量

明显提升。具体来说，2017~2021年相关研究的数

量是 2002~2006 年相关研究数量的 35 倍之多，是

2007~2011年相关研究数量的 14倍之多，是 2012~

2016年间相关研究数量的 3倍之多。综上，ML在

癌症易感性预测方面的研究逐渐成为研究热点。

2.3 基于机器学习的癌症易感性预测比较分析

进一步对基于ML的癌症易感性预测的相关研

究进行比较分析（表2）。可以发现，CNN、RNN、

独立成分分析 （ICA）、K 均值聚类 （K-means）、

RF、SVM、DT、朴素贝叶斯（naïve Bayes）、SSL

co-training及多分类方法在预测癌症易感性方面都

有着良好的性能［57-65］。CNN和RNN属于有监督的

神经网络分类方法（神经网络方法在癌症的诊断和

预后中有着广泛的应用［66-68］），可以对癌症患者的

MRI图形进行分析，获得合适的神经网络模型，从

而对患者的易感性进行预测。DT、RF、SVM 和

naïve Bayes属于有监督学习的分类方法，其中DT

和RF属于树结构分类方法，且RF属于集成学习范

畴，其集成多个DT的预后结果以做出最终的预后

判断。ICA 和 K-means 属于无监督学习分类方法，

K-means通过对癌症患者的预后信息进行聚类以获

得癌症易感性预测结果，ICA通过识别癌症样本的

属性特征并从中提取有用的特征进行预易感性预

测。Co-training属于半监督学习方法，通过对有易

感性标记的癌症样本和无易感性标记的癌症样本进

行处理，从而获得癌症样本的易感性预测结果。

Table 1 Research status of cancer susceptibility prediction based on machine learning （2002-2021）
表1 基于机器学习的癌症易感性预测研究情况（2002~2021）

时间

2002~2006

2007~2011

2012~2016

2017~2021

第一年论文数

0

3

2

18

第二年论文数

1

2

7

29

第三年论文数

3

1

3

45

第四年论文数

0

2

11

31

第五年论文数

0

2

19

>18

论文总数

4

10

42

>141
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癌症易感性预测涉及多种癌症：色素性皮损、

胶质瘤、乳腺癌及常见的 20种癌症。色素性皮损

是一种常见疾病，目前已有基于此疾病的图像数据

库及检测相关的研究［69-70］。胶质瘤是最常见的脑

部原发性肿瘤，它拥有多种亚型且预后情况各不相

同［71-72］。乳腺癌是一种常见的具有高发病率和致

死率的癌症，位居女性恶性肿瘤的首位，超过90%

的乳腺癌患者在诊断时未发生转移，故对于乳腺癌

患者，其主要治疗目标是根除肿瘤和预防复发［73］。

常见的 20 种癌症为 TCGA 数据集中包含的癌症，

如膀胱尿路上皮癌、结肠癌、头颈鳞状细胞癌、胃

癌等。

癌症易感性预测的数据来源包括临床数据和公

共数据两种。临床数据通过收集癌症患者的医疗信

息获得，收集渠道一般为医院或医学研究机构。公

共数据通过从公共数据集下载获得，如 ISIC数据

集、TCGA数据集、1000 Genome数据集、Utah数

据集、Ontario数据集和SEER数据集等。这两种易

感性预测数据的类型包括表达数据、MRI 成像数

据和 SNP数据等。其中，表达数据包括mRNA表

达数据、miRNA 表达数据、lncRNA 表达数据和

DNA甲基化数据等，MRI成像数据是癌症患者的

病理图像数据，SNP数据则是癌症患者相关基因的

单位点变异数据。

癌症易感性预测的性能由其涉及的癌症类型、

ML方法、分析的数据类型共同决定。基于CNN对

ISIC数据集中色素性皮损患者进行易感性分析时，

AUC 值达到了 0.9［57］。基于 SVM、 RF、 RNN、

ICA和K-means对胶质瘤患者MRI图像数据进行分

析时，准确度接近或超过 90%，甚至会达到

95%［58-61］。基于多分类方法对 TCGA 数据集和

1000 Genome数据集中 20种常见癌症进行分析时，

AUC 在 0.75~0.96 之间［62］。基于 SVM、 SSL co-

training、DT和naïve Bayes对乳腺癌患者SNP数据

进行分析时，AUC 在 0.73~0.81 之间［63-65］。综上，

ML在癌症易感性预测方面有着良好的性能，其对

色素性皮损和胶质瘤的易感性预测有着较高的准确

度，对乳腺癌的易感性预测性能较其他癌症差一

些，但也在可接受的范围内。总的来说，ML方法

在癌症易感性预测方面表现优良，尤其是近几年提

出的预测方法，其准确度逐渐提高。

癌症易感性预测可以为临床医生提供指导，在

智慧医疗的癌症预后方面有着极大价值。癌症易感

性预测的特点包括：预测数据丰富、预测分析过程

自动化实现、预测结果准确性高。癌症易感性预测

的优势是分析方法简单、数据获取容易、预测的准

确度较高。癌症易感性预测不的足为只对常见癌症

进行了预测，缺少罕见疾病的易感性预测相关

研究。

3 基于机器学习的癌症复发性预后

基于ML的癌症复发性预测，是指用机器学习

方法预测癌症复发的可能性，对癌症患者的术后复

发风险进行有效预测，得出癌症复发性的高低，为

癌症的治疗提供一个参考。

3.1 机器学习与癌症复发性预测

ML方法可以对癌症的复发性进行预测。尽管

Table 2 Comparative analysis of cancer susceptibility prediction based on machine learning
表2 基于机器学习的癌症易感性预测比较分析

机器学习方法

CNN

SVM

RF

RNN

ICA，K-means

多分类方法

SVM

SSL co-training

SVM，DT， naïve Bayes

癌症类型

色素性皮损

高级胶质瘤

胶质母细胞瘤

胶质瘤

胶质瘤

20种常见癌症

乳腺癌

乳腺癌

乳腺癌

数据来源

ISIC数据集

MRI成像

MRI成像

MRI成像

MRI成像

TCGA数据集，

1000 Genome数据集

Utah数据集，

Ontario数据集

SEER数据集

SNP数据

预测性能

AUC≈0.9

灵敏度/特异性/准确度= 100%/91.67%/94.7%

准确度=0.950±0.091

灵敏度/特异性/准确度= 92.6%/93.1%/92.8%

准确度=86.7%

AUC=0.75~0.96

AUC=0.73~0.76

AUC=0.81

准确度=69%

发表

时间

2021

2021

2019

2019

2019

2018

2015

2014

2004

PubMed

33423009［57］

34047805［58］

31448207［59］

31127834［60］

31176951［61］

29358382［62］

26538066［63］

25080202［64］

15102677［65］
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癌症在早期是可以预防和治愈的，但绝大多数患者

的确诊时期较晚且治疗后容易复发，癌症复发性预

测有助于寻求特定的方法进行癌症治疗，改善癌症

预后情况。随着对癌症复发性的深入研究及机器学

习技术的广泛使用，基于ML的癌症复发性预测方

法逐渐受到关注。该方法对癌症患者的复发性数据

进行学习，获得有效的机器学习模型，从而对癌症

患者的复发性情况进行预测。癌症复发性预测是癌

症预后的重要组成部分，本文对其相关研究进行了

深入分析。

3.2 基于机器学习的癌症复发性预测研究现状

对PubMed上收录的过去20年间发表的癌症复

发性预测相关研究进行统计，检索的关键词是

“maching learning in cancer recurrence”（表 3）。可

以发现，基于ML的癌症复发性预测相关研究在过

去20年里呈现逐年增长趋势，增长速率在过去的5

年中有了显著提升。其中，2017~2021 （截至2021

年6月22日）发表的基于ML的癌症复发性预测研

究数是 2012~2016 年此类研究数的 7 倍，是 2007~

2011 年间此类研究数目的 26 倍，是 2002~2006 年

间此类研究数目的 133倍。此外，与基于ML的癌

症易感性预测的相关研究相比，基于ML的癌症复

发性预测的研究数目明显较多，其近 20年的总研

究数约为癌症易感性预测相关研究的 2.4倍，近 5

年的总研究数约为癌症易感性预测相关研究的 2.8

倍。总的来说，ML在癌症复发性预测方面的研究

受到研究者的广泛关注，越来越多的预测方法被提

了出来。

3.3 基于机器学习的癌症复发性预测比较分析

进一步对基于ML的癌症复发性预测的相关研

究进行分析（表 4）。可以发现，癌症复发性预测

相关的 ML 算法包括 Autoencoder、SNF、KNN、

RF、DNN、SVM、LASSO 回归、COX 回归、逻

辑回归和 ANN 等［49，74-82］。其中， Autoencoder、

DNN和ANN属于神经网络分类方法，它们均属于

有监督学习方法，根据已有的癌症复发性数据对癌

症患者复发性进行预测。LASSO回归、COX回归

和逻辑回归均属于回归分析方法，LASSO回归分

析用于筛选癌症复发性特征，COX回归分析用于

确定预后特征和癌症复发性之间的相关性，逻辑回

归用于对癌症复发性相关样本进行分类。SNF将各

个癌症复发性相关的相似性网络构造成一个统一的

网络，这个网络包含了各个网络中特征数据的共同

点，可以用于癌症样本的复发性分析。KNN是有

监督学习方法，根据离待预测样本最近的K个邻居

的复发情况对该样本的复发性进行预测。RF是树

结构的有监督学习方法，根据癌症复发性数据构造

相关的森林结构，用于确定待测样本的复发性。上

述方法在癌症易感性预测方面均有其对应的使用场

景，总的来说，SVM 的应用最为广泛，其次是

LASSO和COX，最后是一些其他的ML算法。

癌症复发性预测涉及多种癌症，包括前列腺

癌、结直肠癌、鼻咽癌、肝癌、胶质母细胞瘤和肺

癌等，都是一些致死率较高的疾病。前列腺癌是男

性群体中第二大最常见的恶性肿瘤，也是全球第5

大死亡原因［83］，对前列腺癌病因和致病风险因素

的了解有助于对易患该疾病的高危男性进行预测，

开发有效的筛查和预防方法。结直肠癌是世界范围

内常见的恶性肿瘤，拥有较高的发病率和致死率，

在确诊的结直肠癌患者中，晚期诊断比例较大，这

对结直肠癌的防控提出了挑战［84］。鼻咽癌是指发

生于鼻咽腔顶部和侧壁的恶性肿瘤，在过去 10年

中，鼻咽癌的发病率和死亡率有所下降，这可能是

生活方式的改变与医学治疗共同作用的结果［85］。

原发性肝癌是中国常见的恶性肿瘤，多种治疗方案

如传统中医和现代的西医已被广泛用于提高肝癌患

者的生活质量、延缓癌症发展时间、延长患者的生

存时间［86］。胶质母细胞瘤属于最常见的脑部恶性

肿瘤，属于胶质瘤中的一种，其治疗方法包括手

术、放疗和化疗等［87］。肺癌的发生和环境因素有

Table 3 Research status of cancer recurrence prediction based on machine learning（2002-2021）
表3 基于机器学习的癌症复发性预测研究情况（2002~2021）

时间

2002~2006

2007~2011

2012~2016

2017~2021

第一年论文数

0

3

2

26

第二年论文数

2

1

5

65

第三年论文数

0

4

9

105

第四年论文数

0

2

14

139

第五年论文数

1

5

26

>65

论文总数

3

15

56

>400
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很大的相关性，如吸烟和环境污染等会导致肺癌的

发病率上升，肺癌筛选有助于高风险患者的识别和

相关预测工具的开发［88］。

癌症复发性预测涉及到的数据来源包括公共数

据和临床数据两种。公共数据是指从公开数据集获

取的数据，表4中涉及到的癌症复发性预测相关的

公共数据集包括TCGA数据集、多中心国家数据库

提供的数据集、GEO数据集。临床数据是指从医

院或医学研究机构收集的数据，表4涉及到的癌症

复发性相关的临床数据集包括圣约瑟夫医院收集的

数据集与中山大学第一附属医院收集的数据集。上

述数据集包含的数据类型主要分为两种，一是表达

数据，如 TCGA 和 GEO 数据集提供的表达数据；

二是癌症图像数据，如 MRI 图像数据和 CT 图像

数据。

癌症复发性预测的性能由其涉及的癌症类型、

ML方法和分析的数据类型共同决定。如表4所示，

在预测前列腺癌的复发性时，涉及到的ML方法有

Autoencoder、SNF、KNN、RF、DNN、LASSO、

COX和逻辑回归，其预测的AUC在0.703~0.940之

间，最高AUC值是由逻辑回归方法得到的；在预

测鼻咽癌的复发性时，涉及到的ML方法有ANN、

KNN 和 SVM，其预测的准确性分别为 0.812、

0.775和0.732；在预测肝癌的复发性时，涉及到的

ML方法有LASSO、SVM和COX，预测的一致性

指数约为0.7；在预测胶质母细胞瘤时，用到的ML

方法为SVM，其AUC为 0.84；在预测肺癌的复发

性时，用到的ML方法为SVM和LASSO，预测的

AUC在 0.79~0.84之间。可以发现，前列腺癌易感

性预测的准确性较其他癌症高，且准确性的差异主

要是由预测的癌症类型和数据集的来源决定，使用

的 ML 方法对准确性预测的影响较前两者小。此

外，通过表4可以发现，癌症复发性预测中最常用

的分析方法是SVM，然后是神经网络方法与回归

分析方法，最后是其他的ML方法。综上，癌症复

发性预测的性能由癌症类型、数据来源和使用的分

析方法共同决定，癌症易感性预测在某些癌症如前

列腺癌上有着十分准确的预测性能，但总的来说，

其准确性较癌症易感性预测略逊一筹。

癌症复发性预测有助于寻求特定的方法进行癌

症治疗，有助于癌症预后情况的改善。癌症复发性

预测的特点包括：预测数据丰富、预测分析过程自

动化实现、预测结果的准确性在可接受的范围内。

癌症复发性预测的优势是分析方法简单且数据获取

容易。癌症复发性预测不的足为只对常见癌症进行

了预测，缺少罕见疾病的复发性预测相关研究，且

预测模型的准确性有待进一步提高。

4 基于机器学习的癌症生存期预测

基于ML的癌症生存期预测，是指用机器学习

方法预测癌症的生存结果，对癌症患者的生存风险

进行有效预测，得出癌症患者生存风险的高低，为

癌症的治疗提供一个参考。

Table 4 Comparative analysis of cancer recurrence prediction based on machine learning
表4 基于机器学习的癌症复发性预测比较分析

机器学习方法

Autoencoder、SNF

KNN、RF、DNN

SVM

LASSO、COX

KNN、逻辑回归、

RF

ANN、KNN、

SVM

LASSO、SVM、

COX

SVM

SVM

LASSO、SVM

癌症类型

前列腺癌

前列腺癌

结直肠癌

前列腺癌

前列腺癌

鼻咽癌

肝癌

胶质母细胞瘤

肺癌

肺癌

数据来源

TCGA数据集

多中心国家数据库

GEO数据集

TCGA数据集

圣约瑟夫医院收集的数据

MRI图像

中山大学第一附属医院收集

的数据集，TCGA数据集

MRI图像

CT图像

CT图像

预测性能

AUC = 0.789

AUC=0.77（KNN），AUC=0.74（RF），

AUC=0.84（DNN）

AUC=0.703

AUC=0.733

AUC=0.903（KNN），AUC=0.924（RF），

AUC=0.940（逻辑回归）

准确度=81.2%（ANN），准确度=77.5%（KNN），

准确度=73.2%（SVM）

一致性指数≈0.7

AUC=0.84，灵敏度=91%，特异性=93%

准确度=81.3%~82.7%

AUC=0.8±0.01

发表

时间

2021

2021

2020

2020

2019

2018

2017

2016

2016

2015

PubMed

34064004［49］

33643910［74］

32150672［75］

32117427［76］

29969172［77］

30622931［78］

28068175［79］

26813856［80］

27429433［81］

25979058［82］
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4.1 机器学习与癌症生存期预测

ML方法可以对癌症的生存期进行预测。癌症

生存期预测具有重要意义：a. 可以有效避免过度治

疗，根据患者的预后情况为其提供适当和个性化的

治疗方案；b. 可以避免医疗资源的浪费，使得有限

的医疗资源发挥更重大的治疗作用；c. 可以改善癌

症的预后，根据预后结果选择合适的治疗方案，使

得预后情况得以提高。随着对癌症生存期的深入研

究及ML技术的广泛使用，基于ML的癌症生存期

预测方法逐渐受到关注。该方法对癌症患者的生存

期数据进行学习，获得有效的ML模型，从而对癌

症患者的生存情况进行预测。癌症生存期预测是癌

症预后中的重要组成部分，本文对其相关研究进行

了深入分析。

4.2 基于机器学习的癌症生存期预测研究现状

ML 方法可以对癌症的生存期进行预测，对

PubMed上收录的过去20年间发表的癌症生存期预

测相关研究进行统计，检索的关键词是“maching

learning in cancer survival”（表 5）。可以发现，此

类研究在过去的 20 年中一直被研究人员所关注，

且关注度在最近 10 年显著提升。在最近 5 年中，

ML在癌症生存期预测方面的研究有了爆发式的增

长。截至2021年6月22日，近5年此类研究的数目

达到 1 442项之多，是 2012~2016年间此类研究数

的8.7倍，是2007~2011年间此类研究数的28.8倍，

是 2002~2006 年间此类研究数的 84.8 倍。此外，

ML在癌症生存期预测方面的研究明显较其在癌症

易感性预测和癌症复发预测方面的研究数多，其在

近20年的总研究数分别是前两者的3.5倍和8.5倍，

而在近 5 年的总研究数分别是前两者的 10.2 倍和

3.6倍。综上，ML在癌症生存期预测方面有着广泛

的应用，且越来越受到研究者的关注。

4.3 基于机器学习的癌症生存期预测比较分析

进一步对基于ML的癌症生存期预测的相关研

究进行分析（表6）可以发现，癌症生存期预测涉

及到的机器学习算法包括 SVM、 COX 回归、

LASSO 回归、梯度提升机（GBM）、RF、广义线

性 模 型 （GLM）、 QuPath、 逻 辑 回 归 、 DNN、

RSF、 概 率 神 经 网 络 （PNN）、 多 层 感 知 机

（MLP）、径向基函数神经网络 （RBFNN） 及 K-

means等［89-98］。SVM属于有监督学习方法，在进行

存期预测时，对已有的生存期预测数据进行学习，

获得相关的学习模型，从而对新的癌症患者进行生

存期预测。COX回归、LASSO回归、逻辑回归和

GLM均属于回归分析方法，COX用于确定预后特

征和癌症生存期之间的相关性，LASSO用于筛选

癌症生存期相关的预后特征，逻辑回归用于对癌症

生存期相关的样本进行分类，GLM用于构建预后

特征与癌症生存期之间的线性模型。GBM属于集

成学习算法，是基于梯度下降算法得到提升树模

型。RF 与 RSF 属于树结构的有监督的分类算法，

根据癌症生存期数据构造RF/RSF结构用于确定待

测样本的生存期。MLP、DNN、PNN和RBFNN属

于神经网络分类方法，它们根据已有的癌症生存期

数据对新的癌症患者生存期进行预测。K-means属

于无监督学习方法，通过对癌症患者的生存期数据

进行聚类以获得生存期相关的预后结果。在上述癌

症生存期相关的 ML 方法中，SVM、LASSO 和

COX有着最广泛的应用，其次是RF和神经网络，

最后是其他ML方法。

癌症生存期预测涉及多种癌症，包括宫颈癌、

肾透明细胞癌、尿路上皮癌、乳腺癌、大肠癌及

TCGA中的癌症等，这些癌症大都有着较高的发病

率和致死率。宫颈癌是常见的女性恶性肿瘤，具有

较高的发病率和致死率，每年都有超过 50万妇女

被诊断出患有宫颈癌，且每年都会有超过 30万人

因宫颈癌死亡［99］。肾透明细胞癌是一种常见的肾

脏恶性肿瘤，拥有较高的发病率，有研究表明免疫

检查点抑制剂可延长一部分转移性透明细胞肾细胞

癌患者的生存期［100］。尿路上皮癌是起源于尿路上

Table 5 Research status of cancer survival prediction based on machine learning（2002-2021）
表5 基于机器学习的癌症生存期预测研究情况（2002~2021）

时间

2002~2006

2007~2011

2012~2016

2017~2021

第一年论文数

1

7

11

111

第二年论文数

3

6

15

180

第三年论文数

1

11

34

344

第四年论文数

4

9

47

496

第五年论文数

8

17

59

>311

论文总数

17

50

166

>1442
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皮的一种多源性恶性肿瘤，可以分为非浸润性乳头

状肿瘤、扁平病变和浸润性癌［101］。大肠癌具体分

为结肠癌和结直肠癌，其发病与生活方式和遗传等

相 关 ， 在 人 群 中 有 着 较 高 的 发 病 率 和 致

死率［102-103］。

癌症生存期预测涉及到的数据来源包括公共数

据与临床数据两种。公共数据是指从公开的数据集

获取的数据，临床数据是指从医院或医学研究机构

收集的数据。表6中涉及到癌症生存期预测的公共

数 据 集 有 TCGA 数 据 集 、 Firebrowse 数 据 集 、

IMvigor210数据集、IMvigor211数据集、TNBC数

据集、宫颈癌数据集和SEER数据集，涉及到癌症

生存期相关的临床数据集包括波兰热舒夫州立医院

收集的数据集。上述数据集涉及到的数据类型主要

分为两种，一是表达数据，如TCGA数据集提供的

表达数据；二是癌症图像数据，如DCE-MRI图像

数据。

癌症生存期预测的性能由其涉及的癌症类型、

ML方法和分析的数据类型共同决定。如表6所示，

在预测宫颈癌的生存期时，涉及到的 ML 方法有

SVM、DNN、COX、PNN、MLP和SVM，其预测

的 AUC 在 0.818~0.951 5 之间，最高 AUC 值是由

SVM方法得到的，其预测的C-index在0.695~0.795

之间，是由DNN和COX得到的；在预测肾透明细

胞癌的生存期时，涉及到的 ML 方法有 COX、

Lasso和SVM，其AUC约为0.78；在预测尿路上皮

癌的生存期时，涉及到的 ML 方法有 GBM、RF、

COX 和 GLM，其预测的 AUC 在 0.69~0.71 之间，

最高AUC值是由GBM方法得到的；在预测乳腺癌

的生存期时，涉及到的ML方法有QuPath、ANN、

LASSO、逻辑回归、SVM 和 RF，其预测的 AUC

值约为 0.9；在预测大肠癌的生存期时，涉及到的

ML 方法有 RSF 和 COX，其预测的 C-index 在

0.695~0.795之间。通过上述分析可知，ML在癌症

生存期预测方面有着良好的性能，且平均来说，要

较ML对癌症复发性预测的性能更好。

癌症生存期预测可以有效避免过度治疗及医疗

资源的浪费，且有助于癌症预后情况的改善。癌症

生存期预测的特点包括：预测数据丰富、预测分析

过程自动化实现、预测结果的准确性在可接受的范

围内。癌症生存期预测的优势是分析方法简单且数

据获取容易。癌症生存期预测不的足为只对常见癌

症进行了预测，缺少罕见疾病的生存期预测相关研

究，且预测模型的准确性有待进一步提高。

5 总结与展望

癌症预后与多种因素相关，包括基因突变与患

者临床特征等。常见预后相关的突变基因包括

Table 6 Comparative analysis of cancer survival prediction based on machine learning
表6 基于机器学习的癌症生存期预测比较分析

机器学习方法

SVM

COX+Lasso+SVM

GBM，RF，COX，GLM

QuPath

ANN

LASSO、SVM、RF、

逻辑回归

DNN

DNN、COX

RSF、COX

PNN、MLP、SVM、

RBFNN、K-means

癌症类型

宫颈癌

肾透明细胞癌

尿路上皮癌

乳腺癌

泛癌

乳腺癌

TCGA中的癌症

宫颈癌

大肠癌

宫颈癌

数据来源

TCGA数据集

Firebrowse数据集

IMvigor210数据集，

IMvigor211数据集

TNBC数据集

TCGA数据集集

DCE-MRI图像

TCGA数据集

宫颈癌数据集

SEER数据集

波兰热舒夫州立医院

收集的数据

预测性能

AUC≈0.951 5

准确度 = 92.3%，灵敏度 = 92.7%，

特异性 = 91.9%，AUC≈0.78

AUC=0.71（GBM），AUC=0.7（RF），

AUC=0.69（CoxBoost），AUC=0.69

（GLM）

风险指数=0.6~2.6

一致性指数≈0.6~0.8

AUC≈0.9

一致性指数≈0.6

一致性指数=0.695~0.795

准确度=0.898（RSF），

准确度=0.732（COX）

准确度=0.892，

灵敏度=0.975，AUC=0.818

发表

时间

2021

2021

2021

2020

2020

2020

2019

2019

2018

2017

PubMed

34134623［89］

34058987［90］

33919237［91］

33322174［92］

33311484［93］

33289845［94］

31865908［95］

30468921［96］

30409119［97］

29233120［98］
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TP53、KRAS、BRAF 和 PIK3CA 等，对癌症预后

相关的突变基因进行分析，有助于癌症预后研究，

并可以为癌症患者的治疗提供一个参考。癌症预后

受多种临床特征影响，包括患者的性别、年龄及其

肿瘤分期等。随着测序技术和计算机技术的发展，

对癌症患者的预后情况进行自动化和个性化分析成

为可能。癌症数据具有数据量大、模式复杂及个体

表达特异等特点。ML作为人工智能的一个分支，

可以从一系列复杂的数据集中挖掘重要的模式，故

可以应用到癌症数据的预后分析中。基于ML的癌

症预后分析方法分为：a. 癌症易感性预测，即预测

癌症发生的可能性；b. 癌症复发性预测，即预测癌

症治疗后的复发可能；c. 癌症生存期预测，即预测

癌症患者的生存结果。

癌症预后涉及多种ML方法。癌症易感性预测

涉 及 到 的 ML 方 法 包 括 CNN、 RNN、 ICA、

K-means、RF、SVM、DT、naïve Bayes、SSL co-

training及多分类方法等。癌症复发性预测涉及到

的 ML 方法包括 Autoencoder、SNF、KNN、RF、

DNN、SVM、LASSO回归、COX回归、逻辑回归

及 ANN 等。癌症生存期预测涉及到的 ML 方法包

括 SVM、 COX、 LASSO、 GBM、 RF、 GLM、

QuPath、逻辑回归、DNN、RSF、 PNN、MLP、

RBFNN 及 K-means 等。上述提到的方法中，最常

用的是 COX 和 LASSO 回归分析方法，然后是

SVM分类方法，其次是一些神经网络方法，最后

是剩余的其他方法。癌症预后涉及到的数据来源有

两种，公共数据集提供的数据和医院/医学研究机

构收集的临床数据，公共数据样本量多但涉及到的

癌症类型不全，临床数据样本量较少但记录的临床

信息丰富。癌症预后涉及到的数据类型主要包括两

种，表达数据和癌症图像数据。癌症预后性能由其

涉及的预后种类、癌症类型、机器学习方法和分析

的数据类型共同决定。总的来说，预测性能从高到

低依次为：癌症易感性预测、癌症生存期预测、癌

症复发性预测。癌症预后相关研究在过去 20年间

逐渐受到研究者的关注，尤其是近 5年，基于ML

的癌症预后研究方法迅速增长，研究数从多到少依

次为：癌症生存期预测、癌症复发性预测、癌症易

感性预测。

基于以上研究现状，在未来的基于ML的癌症

预后分析中，应从以下几个方面进行探索与完善：

a. 癌症预后分析覆盖的癌症类型不全面，当前研究

大都基于一些常见癌症进行预后分析，对于其他具

有高致死率的癌症，也有必要将其纳入预后分析的

范畴；b. 癌症易感性和复发性预后相关研究较癌症

生存期预后相关研究少，有待对癌症易感性和复发

性进行深入研究，为癌症的预防和治疗提供参考；

c. 癌症预后数据信息利用不充分，目前用到的数据

类型主要包括癌症的表达数据和癌症切片的图像数

据，现有预后方法均是基于其中一种数据类型进行

预后分析，但表达数据和图像数据在预后分析中各

有优劣，在未来的研究中，应当对两种数据进行综

合分析，使得预后判断更加准确；d. 癌症预后性能

仍有可观的提升空间，尤其是癌症的生存期和复发

性预测，未来的预后研究中，应从使用的ML方法

出发，训练合适的预后模型，进行有效的预后

分析。
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Artificial Intelligence-based Prediction for Cancer Susceptibility,
Recurrence and Survival*

GAO Mei-Hong, SHANG Xue-Qun**

(School of Computer Science and Engineering, Northwestern Polytechnical University, Xi’an 710072, China)

Abstract Cancer has a high incidence and mortality and is a major threat to human health. Cancer prognosis

analysis can effectively avoid excessive treatment and waste of medical resources and provide a scientific basis

for medical staff and their families to make medical decisions. It has become a necessary condition for cancer

research. With the rapid development of artificial intelligence technology and medical informatization in recent

years, smart medicine has received widespread attention. It has become possible to analyze the prognosis of

cancer patients automatically. As an essential part of smart medicine, cancer patients need to conduct effective

intelligent prognostic analysis. This article reviews the existing machine learning-based cancer prognosis

methods. Firstly, it provides an overview of machine learning and cancer prognosis, introduces cancer prognosis

and related machine learning methods, and analyzes the application of machine learning in cancer prognosis.

Then, it summarizes cancer prognosis methods based on machine learning, including cancer susceptibility

prediction, cancer recurrence prediction, and cancer survival prediction, and sorts out their research status, cancer

types and data sets involved, and machine learning methods used and prediction performance. Finally, the cancer

prognosis methods are summarized and prospected, and the aspects that should be explored and improved are

proposed: (1) include other high-fatal cancers in the prognostic analysis; (2) comprehensive analysis of cancer

expression data and image data to improve prognostic performance; (3) optimize the prognostic model to improve

prognostic performance.

Key words cancer prognosis analysis, artificial intelligence, smart medical, susceptibility prediction, recurrence

prediction, survival prediction
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